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Κεφάλαιο 1ο 

Εισαγωγή 

 

 

1.1 Αβεβαιότητα και πιθανότητα 
 

Θεωρία και πρακτική πάνε χέρι-χέρι. Αν η πρώτη δεν έχει πρακτικές 

εφαρµογές, δεν έχει αναπτυχθεί σωστά. Αν η δεύτερη δεν υποστηρίζεται από µία 

καλά θεµελιωµένη θεωρία είναι υποκειµενική, παραπλανητική και ασυνεπής.  

Η στατιστική κατά Bayes βασίζεται σε µία απλή ιδέα: η µόνη ικανοποιητική 

περιγραφή της αβεβαιότητας µας επιτυγχάνεται µέσω της πιθανότητας. Η 

αβεβαιότητα υπάρχει καθηµερινά στην ζωή µας, δίνει οµορφιά και ενδιαφέρον στην 

ζωή µας. Η Μπευζιανή προσέγγιση µας δίνει, µέσω του υπολογισµού πιθανοτήτων, 

ένα ισχυρό εργαλείο να καταλάβουµε, να χειριστούµε και να ελέγξουµε την 

αβεβαιότητα. Ο χρυσός κανόνας έπεται αυτόµατα: όλες οι άγνωστες ποσότητες 

πρέπει να περιγράφονται δια µέσου πιθανοτήτων.  

Γιατί δεν υπάρχει άλλος συνεπής τρόπος να περιγράψουµε την αβεβαιότητα; 

Γιατί ο µόνος ικανοποιητικός τρόπος να συνδέσουµε διάφορες γνώµες που αφορούν 

την αβεβαιότητα είναι να το κάνουµε µε τον ίδιο ακριβώς τρόπο όπως χειριζόµαστε 

τις πιθανότητες. Εάν προχωρήσουµε πέρα από µία απλή πρόταση για την 

αβεβαιότητα και θεωρήσουµε σύνολα προτάσεων, που δεν επιθυµούµε να 

αντικρούονται µεταξύ τους, τότε καταλήγουµε στην πιθανότητα. Η βασική ιδέα 

ονοµάζεται συνέπεια (coherence), και δύο προσεγγίσεις βρίσκονται στους DeGroot 

(1970, Optimal Statistical Decisions, McGraw-Hill) και De Finetti (1974, Theory of 

Probability, Vol 1, Wiley). Σηµειώστε ότι η συνέπεια δεν συζητείται στην κλασική 

στατιστική.  

Οι τρεις βασικοί κανόνες µε τους οποίους ο λογισµός πιθανοτήτων 

καταφέρνει να είναι συνεπής είναι η πιθανότητα (βρίσκεται στο (0,1) µε το 0 να 

εκφράζει το αδύνατο), ο αθροιστικός  και ο πολλαπλασιαστικός κανόνας. Με βάση 

αυτούς, όλοι οι άλλοι κανόνες έπονται. Αυτά είναι τα µόνα εργαλεία µας. Πιθανότατα 

είναι το µόνο εργαλείο που χρειαζόµαστε για την µελέτη της αβεβαιότητας µας. 
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Όπως θα περιγράψουµε στις σηµειώσεις αυτές, η συνταγή είναι απλή: τί είναι 

αβέβαιο και σε ενδιαφέρει; ονόµασε το θ. Τί ξέρεις; ονόµασε το x. Στην συνέχεια 

υπολόγισε το P(θ|x). Πώς; µε τους κανόνες του λογισµού πιθανοτήτων. Τίποτα 

παραπάνω, τίποτα παρακάτω! Θέλεις να πάρεις αποφάσεις; µεγιστοποίησε την 

αναµενόµενη χρησιµότητα. Θέλεις να ερµηνεύσεις την πιθανότητα; αυτό είναι 

προσωπική Σου υπόθεση. ∆εν υπάρχει αληθινή πιθανότητα αλλά απλά µία έκφραση 

της σχέσης Σου µε τον κόσµο. Θέλεις να κάνεις προβλέψεις; χρησιµοποίησε µόνο 

λογισµό πιθανοτήτων. Θέλεις να επιλέξεις ένα µοντέλο από ένα σύνολο µοντέλων Μ; 

Χρησιµοποίησε µόνο λογισµό πιθανοτήτων!       

 

    

1.2 Στατιστική συµπερασµατολογία 
 

Πριν καθορίσουµε τί είναι η συµπερασµατολογία κατά Bayes, θα πρέπει να 

δώσουµε απάντηση σε µία γενικότερη και ευρύτερη ερώτηση: «Τί είναι η στατιστική 

συµπερασµατολογία». Πολλές απαντήσεις θα µπορούσαν να δοθούν στο 

συγκεκριµένο ερώτηµα, αλλά οι περισσότερες από αυτές καταλήγουν στην θέση ότι 

στατιστική συµπερασµατολογία είναι η επιστήµη η οποία έχει στόχο να εξάγει 

συµπεράσµατα για έναν πληθυσµό µελετώντας ένα δείγµα που προέρχεται από τον 

πληθυσµό αυτό. Μία τέτοια ερµηνεία της στατιστικής συµπερασµατολογίας, οδηγεί 

σε µία πληθώρα ερωτηµάτων όπως τί εννοούµε λέγοντας πληθυσµός, ποια είναι η 

σχέση πληθυσµού-δείγµατος, πώς θα επιλέξουµε το κατάλληλο δειγµατοληπτικό 

σχήµα, κ.α. Ας επικεντρώσουµε την προσοχή µας σε ένα απλό παράδειγµα, για να 

γίνουν κατανοητά τα παραπάνω. 

Ας υποθέσουµε ότι η ∆ασική Υπηρεσία θέλει να εκτιµήσει την αναλογία των 

δέντρων που παρουσιάζουν κάποια συγκεκριµένη ασθένεια σε ένα µεγάλο δάσος. 

Είναι εκ των πραγµάτων αδύνατο να ελεγχθεί κάθε ένα από  τα δέντρα του δάσους 

για να βρεθεί η αναλογία τους, και για αυτόν τον λόγο κρίνεται σκόπιµο να ληφθεί 

και να µελετηθεί ένα δείγµα από τα δέντρα για την εξαγωγή συµπερασµάτων. Με 

βάση την υπόθεσή ότι ακολουθούµε τυχαία δειγµατοληψία για την επιλογή του 

δείγµατος, θέτουµε θ την αναλογία των δέντρων που έχουν την ασθένεια έτσι ώστε 

κάθε δέντρο που έχει την ασθένεια στο δείγµα µας συλλέγεται ανεξάρτητα από όλα 

τα άλλα στο δείγµα, µε πιθανότητα θ. Θεωρώντας Χ ως την τυχαία µεταβλητή η 
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οποία αντιστοιχεί στον αριθµό των δέντρων που έχουν την ασθένεια στο δείγµα, η 

∆ασική Υπηρεσία θα χρησιµοποιήσει την παρατηρηθείσα τιµή Χ=x, για να µπορέσει 

να εξάγει συµπεράσµατα για την παράµετρο θ του πληθυσµού. Η 

συµπερασµατολογία θα µπορούσε να προκύψει είτε από σηµειακή εκτίµηση, είτε από 

την κατασκευή ενός διαστήµατος (µε βεβαιότητα 95% το θ βρίσκεται στο διάστηµα 

[0.08,0.12]), είτε από τον έλεγχο κάποιας υπόθεσης (απορρίπτουµε την υπόθεση ότι 

το θ<0.07 σε 5% επίπεδο σηµαντικότητας), είτε κάνοντας προβλέψεις (προβλέπουµε 

ότι το 15% των δέντρων θα προβληθούν από την ασθένεια το επόµενο έτος), είτε µε 

την λήψη απόφασης (αποφασίζουµε να εντοπίσουµε και να αφαιρέσουµε όλα τα 

µολυσµένα δέντρα). 

Στην περίπτωση αυτή γίνεται εµφανές πως για την εξαγωγή συµπερασµάτων 

για την παράµετρο θ του πληθυσµού, είναι απαραίτητο να παρατηρηθεί η τιµή της 

µεταβλητής Χ=x, του δείγµατος. Επιπλέον, τα συµπεράσµατα προκύπτουν εφόσον 

καθοριστεί κάποιο µοντέλο πιθανότητας, f(x|θ), το οποίο καθορίζει πως για µια 

δεδοµένη τιµή του θ κατανέµονται οι πιθανότητες για διαφορετικές τιµές της 

µεταβλητής Χ.  

Στο συγκεκριµένο παράδειγµα, µε τις υποθέσεις που κάναµε για την τυχαία 

δειγµατοληψία, το µοντέλο θα είναι της µορφής: 

Χ|θ ~ Bin(n,θ). 

Η στατιστική συµπερασµατολογία οδηγεί σε συµπεράσµατα για την παράµετρο θ του 

πληθυσµού µέσω της παρατήρησης της µεταβλητής Χ, και τα βασικά συµπεράσµατα 

βασίζονται στο ότι οι τιµές του θ που δίνουν µεγάλη πιθανότητα στην τιµή του x που 

παρατηρήθηκε, είναι πιο πιθανές απ’ότι εκείνες που δίνουν στο x µικρή πιθανότητα 

(αρχή της µέγιστης πιθανοφάνειας).  

Πριν κάνουµε λόγο για την συµπερασµατολογία κατά Bayes, υπάρχουν 

ορισµένα σηµεία που αφορούν την κλασική στατιστική τα οποία θα πρέπει να 

αναφερθούν. Το πιο σηµαντικό από τα σηµεία αυτά είναι ότι η παράµετρος θ (η οποία 

δεν είναι γνωστή), χρησιµοποιείται περισσότερο σαν να είναι µία σταθερά και όχι σαν 

τυχαία µεταβλητή. Αυτό αποτελεί και τον θεµέλιο λίθο της κλασικής στατιστικής, 

όµως οδηγεί σε πολλά προβλήµατα ερµηνείας. Για παράδειγµα, όταν λέµε ότι 

θέλουµε το 95% διάστηµα εµπιστοσύνης του [0.08,0.12], εννοούµε πως υπάρχει 95% 

πιθανότητα η παράµετρος θ να βρίσκεται µεταξύ 0.08 και 0.12. Όµως σε αυτήν την 

περίπτωση υπάρχει πρόβληµα ερµηνείας, διότι το θ δεν είναι τυχαίο: είτε θα ανήκει 

στο διάστηµα, είτε δεν θα ανήκει σε αυτό, και άρα η πιθανότητα δεν µπορεί και δεν 
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πρέπει να υπεισέρχεται σαν παράγοντας στην ερµηνεία του. Το µόνο τυχαίο στοιχείο 

στο µοντέλο πιθανότητας είναι τα δεδοµένα, οπότε η σωστή ερµηνεία του 

διαστήµατος είναι πως αν επαναλάβουµε την διαδικασία πολλές φορές, τότε στο 

προσεχές µέλλον τα διαστήµατα που θα κατασκευάσουµε θα περιλαµβάνουν την 

παράµετρο θ στο 95% των περιπτώσεων. Όλες οι συµπερασµατολογίες που 

βασίζονται στην κλασική θεωρία, οδηγούνται στο να έχουν αυτήν την µακροχρόνια 

ερµηνεία, παρ’ όλο που στην πράξη έχουµε ένα διάστηµα να ερµηνεύσουµε. 

 

 

1.3 Συµπερασµατολογία κατά Bayes 

 
Το πλαίσιο στο οποίο κινείται η συµπερασµατολογία κατά Bayes είναι 

παρόµοιο µε αυτό της κλασικής στατιστικής: υπάρχει η παράµετρος θ του πληθυσµού 

την οποία θέλουµε να εκτιµήσουµε, καθώς και η πιθανότητα f(x|θ) η οποία καθορίζει 

την πιθανότητα παρατήρησης διαφορετικών x, κάτω από διαφορετικές τιµές της 

παραµέτρου θ. Όµως η θεµελιώδης διαφορά είναι ότι το θ χρησιµοποιείται σαν 

τυχαία ποσότητα. Αν και η διαφορά αυτή µπορεί να φανεί όχι και τόσο ουσιαστική, 

οδηγεί σε µία τελείως διαφορετική προσέγγιση, ως προς την ερµηνεία, από αυτήν την 

κλασικής στατιστικής. 

Στην ουσία, η συµπερασµατολογία µας θα βασιστεί στην f(θ|x) και όχι στην 

f(x|θ), δηλαδή στην πιθανότητα της κατανοµής της παραµέτρου δεδοµένης της x 

(δεδοµένα) και όχι της x δεδοµένης της παραµέτρου. Σε πολλές περιπτώσεις αυτό 

οδηγεί σε περισσότερο φυσικά συµπεράσµατα σε σχέση µε την κλασική στατιστική, 

για να µπορέσει όµως να επιτευχθεί αυτό θα πρέπει να καθορίσουµε την a-priori 

κατανοµή f(θ) (prior probability distribution), η οποία αντιπροσωπεύει «τις 

πεποιθήσεις» µας για την κατανοµή του θ προτού αποκτήσουµε οποιαδήποτε 

πληροφορία για τα δεδοµένα µας. 

Η ιδέα της a-priori κατανοµής της παραµέτρου θ αποτελεί και την «καρδιά» 

της θεωρίας κατά Bayes, και βασιζόµενοι στο αν µιλάµε σε έναν συνήγορο ή σε έναν 

αντιµαχόµενο της συγκεκριµένης µεθοδολογίας, η a-priori κατανοµή µπορεί να 

αποτελέσει το µεγαλύτερο πλεονέκτηµα ή το σοβαρότερο µειονέκτηµα έναντι της 

κλασικής στατιστικής.  
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1.4 Η a-priori κατανοµή (Prior Distribution) 

 
Σχεδόν σε όλες τις περιπτώσεις, όταν προσπαθούµε να εκτιµήσουµε την 

παράµετρο θ θα πρέπει να έχουµε κάποια γνώση ή κάποια πεποίθηση σχετικά µε την 

τιµή της θ προτού λάβουµε υπόψη µας τα δεδοµένα. Στο παράδειγµα (O’Hagan 1994) 

που ακολουθεί, γίνονται κατανοητά τα παραπάνω. 

Ας υποθέσουµε ότι κάποιος κοιτάει έξω από το παράθυρο του σπιτιού του και 

βλέπει ένα ξύλινο αντικείµενο µε πράσινα φύλλα. Υπάρχουν δύο πιθανές υποθέσεις: 

η µία είναι πως αυτό το οποίο βλέπει το άτοµο είναι ένα δέντρο, και η άλλη είναι πως 

είναι ένας ταχυδρόµος. Φυσικά αποκλείουµε την περίπτωση να είναι ταχυδρόµος 

γιατί οι ταχυδρόµοι δεν έχουν αυτήν την µορφή, ενώ την έχουν τα δέντρα. Σε γλώσσα 

πιθανοτήτων αν θεωρήσουµε Α το ενδεχόµενο να δει κανείς το ξύλινο αντικείµενο µε 

τα πράσινα φύλλα, Β1 το ενδεχόµενο να είναι δέντρο και Β2 το ενδεχόµενο να είναι 

ταχυδρόµος, αποκλείουµε το Β2 γιατί f(A|B1)>f(A|B2). Εδώ χρησιµοποιείται η αρχή 

της µέγιστης πιθανοφάνειας. 

Όµως µπορούµε να θεωρήσουµε πως υπάρχει και µία τρίτη πιθανότητα Β3, ότι 

το αντικείµενο που βλέπουµε είναι αντίγραφο δέντρου. Σε αυτήν την περίπτωση 

µπορούµε να πούµε µε σιγουριά ότι f(A|B1)=f(A|B3) αλλά πάλι θα απορρίπταµε την 

Β3 έναντι της Β1. Αυτό το οποία προκύπτει από το παράδειγµα, είναι πως παρ’όλο 

που η πιθανότητα αυτό που είδες να είναι δέντρο ή ένα αντίγραφό του είναι η ίδια, η 

a-priori πεποίθηση µας είναι ότι το αντικείµενο που βλέπουµε είναι πιθανότερο να 

είναι δέντρο και όχι αντίγραφο του, και για αυτόν τον σκοπό περιλαµβάνουµε την 

πληροφορία αυτή όταν παίρνουµε την απόφαση µας. 

 Ένα άλλο παράδειγµα είναι αυτό που ακολουθεί όπου σε κάθε µία από τις 

περιπτώσεις το µοντέλο είναι Χ|θ~Bin(10,θ) και x=10, και στόχος µας είναι να 

ελέγξουµε εάν η υπόθεση Ηο:θ≤0.5 απορρίπτεται έναντι της Η1:θ>0.5 σε κάθε µία 

από τις παραπάνω  περιπτώσεις: 

1. Μία γυναίκα η οποία πίνει συχνά τσάι, ισχυρίζεται πως δοκιµάζοντας ένα 

φλυτζάνι τσάι είναι σε θέση να πει αν το γάλα που περιέχεται σε αυτό, έχει 

προστεθεί πριν ή µετά από το τσάι. Και στις 10 δοκιµές απαντά σωστά. 

2. Ένας έµπειρος µουσικός ισχυρίζεται πως µπορεί να ξεχωρίσει από ένα 

απόσπασµα ενός κοµµατιού, αν το κοµµάτι ανήκει σε έργο του Hayden ή του 

Mozart. Απαντά σωστά και τις 10 φορές. 
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3. Ένας µεθυσµένος άντρας λέει πως είναι σε θέση να προβλέψει το αποτέλεσµα 

από την ρίψη ενός κέρµατος (κεφάλι ή γράµµατα), και πραγµατικά προβλέπει 

σωστά και τις 10 φορές. 

Ας προσπαθήσουµε τώρα χρησιµοποιώντας τα παραπάνω παραδείγµατα, να 

βγάλουµε τα ίδια συµπεράσµατα και για τις τρεις περιπτώσεις. Όµως οι a-priori 

πεποιθήσεις µας για κάθε µία από τις παραπάνω περιπτώσεις είναι διαφορετικές: 

αντιµετωπίζουµε µε αρκετή διστακτικότητα την περίπτωση του µεθυσµένου άντρα, 

µε σχετική έκπληξη αυτήν της γυναίκας µε το τσάι, και θεωρούµε σχεδόν 

αναµενόµενη την περίπτωση του µουσικού.   

 Το βασικό σηµείο που προκύπτει από τα παραπάνω είναι το εξής: τα 

πειράµατα δεν είναι αφηρηµένα τεχνάσµατα. Αντίθετα, έχουµε κάποια γνώση για την 

διαδικασία την οποία µελετάµε προτού να συλλέξουµε τα δεδοµένα. Είναι λογικό, 

πολλοί θα έλεγαν απαραίτητο, ότι τα συµπεράσµατα θα πρέπει να βασίζονται στον 

συνδυασµό της a-priori γνώσης µε τα δεδοµένα. Η συµπερασµατολογία κατά Bayes 

είναι ο µηχανισµός ο οποίος εξάγει συµπεράσµατα από τον συνδυασµό αυτόν. 

  

 

1.5 Χαρακτηριστικά της Μπευζιανής προσέγγισης 
 

Μπορούµε να εντοπίσουµε τέσσερα βασικά σηµεία τα οποία χαρακτηρίζουν 

την Μπευζιανή θεωρία σε σχέση µε την κλασική στατιστική. 

• A-priori Πληροφορία (Prior Information): Κάθε πρόβληµα είναι 

µοναδικό και έχει το δικό του περιεχόµενο. Από αυτό ακριβώς το 

περιεχόµενο εξάγονται a-priori πληροφορίες και είναι η διατύπωση και η 

εκµετάλλευση της προηγούµενης γνώσης που διαχωρίζουν την Μπευζιανή 

θεωρία από αυτήν της κλασικής στατιστικής. 

• Υποκειµενική Πιθανότητα (Subjective Probability): Η κλασική 

στατιστική εξαρτάται από µία µακροχρόνια συχνότητα καθορισµού των 

πιθανοτήτων. Αν και αυτό είναι επιθυµητό, οδηγεί σε «δυσκίνητα» 

συµπεράσµατα. Αντίθετα, η Μπευζιανή στατιστική θέτει µε σαφήνεια την 

ιδέα ότι όλες οι πιθανότητες είναι υποκειµενικές και εξαρτώνται από τις 

πεποιθήσεις του κάθε ατόµου και τις γνώσεις που µπορεί να έχει καθένας 

από µας για µια δεδοµένη «κατάσταση». Η συµπερασµατολογία της 
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βασίζεται στην a-posteriori κατανοµή (posterior distribution) f(θ|x), η 

µορφή της οποίας εξαρτάται (µέσω του θεωρήµατος του Bayes) από τον 

τρόπο καθορισµού της a-priori κατανοµής  f(θ). 

• Συνέπεια (Self-Consistency): Χρησιµοποιώντας την παράµετρο θ σαν 

τυχαία, όλη η ανάπτυξη της Μπευζιανής συµπερασµατολογίας πηγάζει και 

εξαρτάται µόνο από την θεωρία πιθανοτήτων. Αυτό έχει πολλά 

πλεονεκτήµατα και σηµαίνει πως όλα τα συµπεράσµατα µπορούν να 

παρουσιαστούν µε την µορφή πιθανοτήτων για την παράµετρο θ, πράγµατι 

προκύπτουν άµεσα από την a-posteriori κατανοµή. 

• Μη προσκόλληση σε «συνταγές»: Επειδή η κλασική στατιστική δεν είναι 

σε θέση να χρησιµοποιήσει όρους πιθανοτήτων για την παράµετρο θ, 

έχουν αναπτυχθεί αρκετά κριτήρια µε σκοπό να καθορίσουν πότε ένας 

συγκεκριµένος εκτιµητής θα µπορούσε να χαρακτηριστεί ως «καλός».  

Για παράδειγµα ο συνήθης τρόπος εκτίµησης µίας παραµέτρου θ είναι ο 

εξής: 

 Επιλέγουµε µία στατιστική συνάρτηση δεδοµένων t=t(x) η οποία 

συνδέεται µε την παράµετρο θ. 

 Βρίσκουµε τη δειγµατική κατανοµή του t, p(t|x). 

 Μετράµε την πιθανότητα κάθε τιµής του θ, ελέγχοντας τη δεδοµένη τιµή 

του t σε σχέση µε την αναµενόµενη (σε πολλαπλές δοκιµές) συµπεριφορά 

του, δεδοµένης της θ. Για µία συγκεκριµένη τιµή της θ=θ0, αν η τιµή t 

βρίσκεται µέσα σε µία περιοχή που ανήκει η περισσότερη πυκνότητα 

πιθανότητας της p(t|θ0), λέµε ότι η θ0 είναι συµβατή µε τα δεδοµένα. 

Αλλίως ή κάτι σπάνιο έχει συµβεί, ή η θ0 δεν είναι η αληθινή τιµή της θ. 

Αυτό έχει οδηγήσει σε έναν πολλαπλασιασµό διαδικασιών οι οποίες συχνά 

έρχονται σε αντίθεση η µία µε την άλλη. Η Μπευζιανή θεωρία έχει 

καταφέρει να ξεπεράσει το πρόβληµα αυτό, δηµιουργώντας µια σειρά από 

κριτήρια τα οποία κρίνουν και συγκρίνουν τους εκτιµητές βασιζόµενα 

στην a-posteriori κατανοµή. 
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1.6 Αντίθετες Απόψεις για την Μπευζιανή Θεωρία 
 

Η βασική αντίρρηση για την Μπευζιανή θεωρία, εντοπίζεται στο γεγονός ότι 

τα συµπεράσµατα εξαρτώνται από την επιλογή της a-priori κατανοµής. Όµως όπως 

τονίστηκε και προηγουµένως, κάποιοι υποστηρίζουν πως ακριβώς αυτό το σηµείο 

κρύβει όλη την «οµορφιά» της Μπευζιανής θεωρίας. ∆υστυχώς η αντιπαράθεση αυτή 

θα µπορούσε να οδηγήσει σε µία ατέλειωτη συζήτηση πάνω σε αυτό το ζήτηµα. Πριν 

όµως ολοκληρώσουµε το µέρος αυτό, θα πρέπει να τονίσουµε ότι ακόµα και η 

κλασική συµπερασµατολογία χρησιµοποιεί κάποιες προηγούµενες γνώσεις. Η 

προηγούµενη γνώση χρησιµοποιείται για να κατασκευαστεί το κατάλληλο µοντέλο 

πιθανοφάνειας. Στον έλεγχο υποθέσεων, οι a-priori πεποιθήσεις µας για την 

αληθοφάνεια της υπόθεσης πολύ συχνά προσαρµόζονται, συνήθως όχι φανερά, µέσω 

της αλλαγής του επιπέδου σηµαντικότητας του ελέγχου µας. Αν πιστεύουµε ότι τα 

δεδοµένα µας πρέπει να οδηγήσουν στην απόρριψη της υπόθεσης, µπορούµε να 

πετύχουµε την απόρριψή αυτή επιλέγοντας ένα επίπεδο σηµαντικότητας αρκετά 

υψηλό. Η Μπευζιανή συµπερασµατολογία κατά κάποιον τρόπο τυποποιεί την 

ενσωµάτωση των a-priori πληροφοριών, κάτι που στην κλασική στατιστική συνήθως 

γίνεται όχι φανερά. 

Υπάρχει και ένας ακόµα τρόπος σκέψης που αφορά την Μπευζιανή 

συµπερασµατολογία, ο οποίος φαίνεται να ξεπέρνά τις όποιες φιλοσοφικές και 

εννοιολογικές δυσκολίες που σχετίζονται µε την a-priori γνώση. Στην κλασική 

στατιστική, οι εκτιµητές µεγίστης πιθανοφάνειας προκύπτουν από την επιλογή 

εκείνης της τιµής που µεγιστοποιεί την πιθανοφάνεια. Αντίθετα όσον αφορά την 

Μπευζιανή συµπερασµατολογία, θα µπορούσαµε να θεωρήσουµε ότι χρησιµοποιεί 

έναν µέσο όρο της πιθανοφάνειας, παρά την µεγιστοποίηση της. Αυτό φαίνεται 

αρκετά λογικό. Η αµφισβήτηση για την όλη συµπερασµατολογία του Bayes, 

προκαλείται εξαιτίας του ότι ο µέσος όρος αυτός σταθµίζεται µε βάση την a-priori 

κατανοµή. Όµως ακόµα και στην κλασική στατιστική, είναι αρκετά σύνηθες να 

δίνονται διαφορετικά βάρη σε διαφορετικά κοµµάτια πληροφορίας, όπως γίνεται για 

παράδειγµα στην σταθµισµένη παλινδρόµηση. Από όλα τα παραπάνω φαίνεται πως 

όλα όσα προσπαθούν να δείξουν οι αντίθετοι µε την Μπευζιανή θεωρία σαν αρνητικά 

της σηµεία, είναι τελικά τεχνικές που χρησιµοποιούνται και στην κλασική 

στατιστική.      
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1.7 Το Θεώρηµα του Bayes 
 

Στην βασική του µορφή το θεώρηµα του Bayes είναι απλό και αφορά υπό 

συνθήκη πιθανότητες: 

Αν Α και Β είναι δύο ενδεχόµενα µε Ρ(Α)>0, τότε 

 

Η χρησιµότητα του θεωρήµατος του Bayes σε εφαρµογές πιθανοτήτων είναι ότι 

παρέχει την δυνατότητα αντιστροφής της «θέσης» των ενδεχοµένων. Έτσι, γίνεται 

εµφανές πώς η πιθανότητα του Β|Α σχετίζεται µε την πιθανότητα του Α|Β. 

 Μια µικρή προέκταση του θεωρήµατος του Bayes µπορεί να γίνει, αν 

θεωρήσουµε τα ενδεχόµενα C1,…,Ck, τα οποία διαµερίζουν ένα δειγµατικό χώρο Ω, 

έτσι ώστε τα Ci∩Cj=ø για κάθε i≠j και C1∪…∪Ck=Ω. Σε αυτήν την περίπτωση θα 

έχουµε 

 

 

  Παράδειγµα 1.1   Σε έναν πληθυσµό ο οποίος βρίσκεται σε µεγάλο κίνδυνο να 

προσβληθεί από τον ιό HIV, εφαρµόζεται µια µέθοδος εντοπισµού του ιού. Το 10% 

από τον πληθυσµό αυτό πιστεύεται πως έχει προσβληθεί από τον ιό. Από τα 

αποτελέσµατα του τεστ προκύπτει ότι το τεστ είναι θετικό για το 90% των ατόµων τα 

οποία είναι στην πραγµατικότητα προσβεβληµένα από τον ιό, και αρνητικό για το 

85% των ατόµων τα οποία έχουν αρνητικό HIV. Ποιες είναι οι πιθανότητες να 

πάρουµε λανθασµένα θετικά και αρνητικά αποτελέσµατα από το τεστ; 

 

Λύση   Αν θεωρήσουµε Α το ενδεχόµενο ένα άτοµο να έχει τον ιό HIV, και Β το 

ενδεχόµενο το τεστ να δείξει αποτέλεσµα θετικό, τότε θα είναι: Ρ(Α)=0.1, Ρ(Β|Α)=0.9 

και .85.0)A|B(P cc = Οπότε  

  

.
P(A)

B)P(B)|P(AA)|P(B =

k.1,...,i,
))P(CC|P(A

))P(CC|P(AA)|P(C k

1j
jJ

ii
i ==

∑
=
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Ρ(το τεστ να είναι λανθασµένα θετικό)=  

 

Αντίστοιχα έχουµε 

 Ρ(το τεστ να είναι λανθασµένα αρνητικό)=  

 

  Παράδειγµα 1.2   Σε ένα δοχείο υπάρχουν 6 µπάλες µε άγνωστα χρώµατα. 

Τρεις από τις µπάλες αυτές λαµβάνονται χωρίς επανατοποθέτηση και το χρώµα τους 

είναι µαύρο. Να βρεθεί η πιθανότητα µέσα στο βάζο να µην έχει µείνει καµία µαύρη 

µπάλα. 

 

Λύση   Ας θεωρήσουµε Α το ενδεχόµενο να τραβήξουµε 3 µαύρες µπάλες από το 

βάζο και Ci το ενδεχόµενο να υπάρχουν i µαύρες µπάλες µέσα στο βάζο. Τότε µε 

βάση το θεώρηµα του Bayes θα είναι: 

 

 

Το πρόβληµα όµως που προκύπτει σε αυτό ακριβώς το σηµείο είναι τί τιµές θα 

δώσουµε στις πιθανότητες Ρ(C0),…,P(C6); Αυτές είναι οι πιθανότητες των 

διαφορετικών αριθµών από τις µαύρες µπάλες που βρίσκονται µέσα στο βάζο, πριν να 

δούµε τις µπάλες µας, δηλαδή τα δεδοµένα µας. Χωρίς να έχουµε κάποια πληροφορία 

P(B)
))P(AA|P(B cc

=

0.6
0.10)*(0.900.90)*(0.15

0.90*0.15
=

+
=

)B|P(A c=

B)|P(Ac=

)P(B
A)P(A)|P(B

c

c

=

0.0129
0.90)*(0.850.1)*(0.1

0.1*0.1
=

+
=

∑
=

= 6

0j
jj

33
3

))P(CC|P(A

))P(CC|P(AA)|P(C
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για τα δεδοµένα µας, θα µπορούσαµε πολύ εύκολα να υποθέσουµε ότι όλα τα 

νούµερα  έχουν την ίδια πιθανότητα, οπότε Ρ(C0)=…=P(C6)=1/7. Η ερώτηση όµως η 

οποία προκύπτει από την παραπάνω ισότητα είναι αν είναι λογικό να θέσουµε την 

ισότητα αυτή. Αν σκεφτούµε για παράδειγµα ότι είναι πιο πιθανό όλες οι µπάλες 

µέσα στο βάζο να είναι του ιδίου χρώµατος, τότε θα πρέπει να δώσουµε µεγαλύτερες 

a-priori πιθανότητες στις P(C0) και Ρ(C6). Ή θα µπορούσαµε ακόµα να γνωρίζουµε 

πως το εργοστάσιο το οποίο κατασκευάζει τις µπάλες, παράγει µπάλες 10 

διαφορετικώς χρωµάτων. Έχοντας αυτήν την «a-priori» πληροφορία, θα µπορούσαµε 

να θεωρήσουµε πως κάθε ένα από τα µπαλάκια έχει πιθανότητα ίση µε 1/10 και µε 

βάση την πληροφορία αυτή θα µπορούσαµε να υπολογίσουµε και όλες τις άλλες a-

priori πιθανότητες. Το σηµείο το οποίο θίγεται στα παραπάνω, είναι πως θα πρέπει να 

σκεφτούµε αρκετά πως θέλουµε να εκφράσουµε τις a-priori πεποιθήσεις µας, και η 

λύση σε αυτόν τον προβληµατισµό εξαρτάται από το τί πιστεύουµε πως θα πρέπει να 

χρησιµοποιήσουµε σαν αρχή των προβληµατισµών µας. Στο σηµείο αυτό θα 

αναφερθούµε αργότερα. Ας χρησιµοποιήσουµε λοιπόν το θεώρηµα του Bayes για το 

παράδειγµά µας. Θα είναι: 

 

 

 

 =1/35 

 

Όπως είναι φανερό, τα δεδοµένα µας έχουν αλλάξει τις a-priori πεποιθήσεις µας από 

Ρ(C3)=1/7 σε µία a-posteriori πιθανότητα Ρ(C3|A)=1/35.  

 

 

 

 

 

 

∑
=

= 6

0j
jj

33
3

))P(CC|P(A

)C|)P(AP(CA)|P(C

)(4/4)]}[(6/6)(5/5)(3/4)][(5/6)(4/5)(2/4)][(4/6)(3/5)(1/4)][(3/6)(2/500(1/7){0
(1/4)]*(2/5)*[(3/6)*(1/7)

++++++
=
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1.8 Ασκήσεις 
 

Άσκηση 1.1  Σε µία περιοχή τα γεωλογικά πετρώµατα Α και Β είναι δύσκολο να 

διαχωριστούν. Μετά από προσεκτικές µελέτες στα εργαστήρια, βρέθηκε ότι υπάρχει 

ένα µόνο χαρακτηριστικό το οποίο µπορεί να καθορίσει τα δύο πετρώµατα, και αυτό 

είναι η παρουσία ή η απουσία ενός συγκεκριµένου απολιθώµατος. Η πιθανότητα να 

υπάρχει το απολίθωµα φαίνεται στον πίνακα 1. Είναι επίσης γνωστό, ότι το πέτρωµα 

τύπου Α συναντάται 4 φορές περισσότερο από ότι το πέτρωµα Β στην περιοχή η 

οποία µελετάται. Αν ληφθεί ένα δείγµα και βρεθεί να υπάρχει απολίθωµα σε αυτό, 

υπολογίστε την a-posteriori κατανοµή των πετρωµάτων. 

 

                                                                           Απολίθωµα 

                                Στρώµατα    ΝΑΙ   ΟΧΙ 

            

                                     Α                        0.9   0.1 

                                     Β                        0.2   0.8 

 

Εάν ο γεωλόγος κατηγοριοποιεί πάντα το πέτρωµα σαν τύπου Α, όταν το απολίθωµα 

υπάρχει, και ως Β όταν δεν υπάρχει, ποια είναι η πιθανότητα να κάνει σωστή 

κατηγοριοποίηση και στο µέλλον; 

 

Άσκηση 1.2  Επαναλάβετε το Παράδειγµα 1.2 χρησιµοποιώντας µια διαφορετική a-

priori  κατανοµή. Πώς η αλλαγή της a-priori κατανοµής επηρεάζει την a-posteriori 

πιθανότητα να µην έχουν µείνει µαύρες µπάλες στο βάζο;     

 

Άσκηση 1.3  Έστω ότι µία παρατήρηση x ακολουθεί την εκθετική κατανοµή 

Αν η a-priori κατανοµή του θ ορίζεται από τις διακριτές πιθανότητες  

ρ(θ=1) = ρ(θ=2) = ½  

βρείτε την a-posteriori κατανοµή του θ. 

 

 

 

)0x,0(,e)|x(p x >≥= − θθθ θ
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Κεφάλαιο 2ο 

 

Σύγχρονη Θεωρία κατά Bayes 

 

 

2.1 Εισαγωγή 

 
Όπως αναφέρθηκε στο κεφάλαιο 1, τα βασικά χαρακτηριστικά της 

Μπευζιανής προσέγγισης είναι η αντιµετώπιση και χρήση της άγνωστης παραµέτρου 

θ ως τυχαία µεταβλητή, ο καθορισµός της a-priori κατανοµής για το θ (η οποία 

αντιπροσωπεύει τις πεποιθήσεις µας σχετικά µε το θ προτού να έχουµε οποιαδήποτε 

πληροφορία για τα δεδοµένα µας) η χρήση του θεωρήµατος του Bayes για τον 

«εκσυγχρονισµό» των a-priori πεποιθήσεων µας σε a-posteriori πιθανότητες, και η 

εξαγωγή της κατάλληλης συµπερασµατολογίας. Για τον σκοπό αυτό υπάρχουν 

τέσσερα βήµατα-κλειδιά για την Μπευζιανή προσέγγιση: 

 

1. Καθορισµός του µοντέλου πιθανοφάνειας  f(x|θ). 

2. Καθορισµός της a-priori κατανοµής  f(θ). 

3. Υπολογισµός της a-posteriori κατανοµής  f(θ|x), από το θεώρηµα του Bayes. 

4. Εξαγωγή συµπερασµάτων από την a-posteriori πληροφορία. 

 

Σε αυτό το κεφάλαιο θα διατυπώσουµε ξανά το θεώρηµα του Bayes σε µία µορφή 

κατάλληλη για τυχαίες µεταβλητές αντί για ενδεχόµενα, και θα εξετάσουµε κάποια 

θέµατα τα οποία προκύπτουν σαν αποτέλεσµα της προσπάθειας µας να 

χρησιµοποιήσουµε το αποτέλεσµα αυτό στην όλη συµπερασµατολογία που 

αναπτύσουµε για την παράµετρο θ. Κάθε ένα από τα θέµατα αυτά θα αναπτυχθεί στo 

σχετικό κεφάλαιο. Στο συγκεκριµένο κεφάλαιο θα ασχοληθούµε µε αρκετά 

παραδείγµατα στα οποία συγκεκριµένοι συνδυασµοί των a-priori κατανοµών και του 

µοντέλου πιθανοφάνειας οδηγούν σε µαθηµατικούς τύπους για την a-posteriori 

κατανοµή.  
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2.2 Το Θεώρηµα του Bayes 
  

Το θεώρηµα του Bayes σε όρους τυχαίων µεταβλητών µε πυκνότητες που 

συµβολίζονται γενικά µε f , παίρνει την εξής µορφή: 

 

Θα χρησιµοποιήσουµε αυτόν τον συµβολισµό για τις περιπτώσεις που το x είναι είτε  

συνεχής είτε διακριτή µεταβλητή, µε την σηµείωση ότι στην συνεχή περίπτωση η f 

είναι η a-priori συνάρτηση πυκνότητας πιθανότητας, ενώ στην διακριτή περίπτωση η 

f  είναι η συνάρτηση πιθανότητας (µάζας) του x. Αντίστοιχα, το θ µπορεί να είναι 

διακριτό ή  συνεχές,  αλλά στην διακριτή  περίπτωση ο  παρανοµαστής   της   σχέσης   

δηλ.  το ∫ f(θ)f(x|θ)dθ θα ερµηνευθεί αντίστοιχα όπως το Σf(θj)f(x|θj). 

Θα πρέπει να προσέξουµε ιδιαίτερα το γεγονός ότι από την στιγµή που 

ολοκληρώσαµε ως προς θ, ο παρανοµαστής στο θεώρηµα του Bayes είναι συνάρτηση 

µόνο ως προς x. Συνεπώς, για δεδοµένες παρατηρήσεις x, ο παρανοµαστής είναι 

σταθερά και ονοµάζεται σταθερά κανονικοποίησης. Με βάσει αυτά ένας 

εναλλακτικός τρόπος παρουσίασης του θεωρήµατος του Bayes είναι ο εξής: 

f(θ|x) ∝ f(θ)f(x|θ) 
 

ή χρησιµοποιώντας λόγια θα λέγαµε ότι η a-posteriori κατανοµή (posterior 

distribution) είναι ανάλογη της a-priori κατανοµής (prior distribution) 

πολλαπλασιαζόµενης µε την συνάρτηση πιθανοφάνειας (likelihood function). 

Προσέξτε ακόµα ότι η f(θ|x) είναι συνάρτηση πυκνότητας πιθανότητας και αυτό το 

εγγυάται η σταθερά κανονικοποίησης. Επίσης, η a-priori και η a-posteriori κατανοµές 

είναι έννοιες σχετικές: η σηµερινή a-posteriori είναι η αυριανή a-priori. Απλά, όταν 

καθορίσουµε την a-priori ανανεώνουµε τα πιστεύω µας (ΜΟΝΟ!) µέσω του 

θεωρήµατος του Bayes. 

 

    

 

.
θd)θ|x(f)θ(f

)θ|x(f)θ(f)x|θ(f
∫

=
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2.3 Βασικά Βήµατα 
 

2.3.1 Επιλογή του κατάλληλου µοντέλου πιθανοφάνειας 

Η επιλογή του κατάλληλου µοντέλου πιθανοφάνειας εξαρτάται από τον 

µηχανισµό µε βάση τον οποίο θα αντιµετωπίσουµε το κάθε πρόβληµα, και είναι ίδια 

η περίπτωση αυτή µε εκείνη που αντιµετωπίζουµε στην κλασσική στατιστική δηλ. 

ποιο είναι το µοντέλο των δεδοµένων µας. Πολύ συχνά η γνώση της δοµής των 

δεδοµένων µας βοηθά στην επιλογή του κατάλληλου µοντέλου (για παράδειγµα 

διωνυµικό µοντέλο δειγµατοληψίας ή Poisson), αλλά συχνότερα υποθέτουµε τί 

κατανοµή ακολουθεί το µοντέλο µας (για παράδειγµα το Υ σχετίζεται γραµµικά µε το 

Χ και τα λάθη είναι ανεξάρτητα, ισόνοµα και ακολουθούν την κανονική κατανοµή) 

και η αληθοφάνεια των υποθέσεων αυτών θα εκτιµηθεί αργότερα µέσα από την 

εξέταση της φύσης των δεδοµένων (επιλογή µοντέλου).     

 

2.3.2 Επιλογή της a-priori κατανοµής 

Η επιλογή της a-priori κατανοµής αποτελεί βασικό θέµα στην Μπευζιανή 

θεωρία και για αυτόν τον σκοπό θα µελετηθεί εκτενώς στο 3ο κεφάλαιο. Παρόλα 

αυτά κάποια σηµεία κρίνεται απαραίτητο να αναφερθούν από τώρα. 

1. Από την στιγµή που η a-priori κατανοµή αντιπροσωπεύει τις πεποιθήσεις σου 

για την παράµετρο θ προτού µελετηθούν τα δεδοµένα σου, είναι φυσικό ότι η 

µεταγενέστερη ανάλυση είναι µοναδική για σένα. Αυτό που εννοούµε µε τα 

παραπάνω είναι πως η a-priori κατανοµή που θέτει κάποιος άλλος, θα 

οδηγήσει σε διαφορετική µεταγενέστερη (a-posteriori) ανάλυση. Με αυτήν 

την έννοια η ανάλυση είναι καθαρά υποκειµενική.  

2. Θα δούµε αργότερα ότι στην περίπτωση που η a-priori δεν είναι «εντελώς 

παράλογη», η επιρροή της γίνεται ολοένα µικρότερη καθώς προστίθενται νέα 

δεδοµένα. Σε αυτήν την περίπτωση ο λάθος προσδιορισµός της a-priori είναι 

άνευ σηµασίας. 

3. Πολύ συχνά έχουµε µια «γενική» ιδέα για το ποια θα πρέπει να είναι η a-priori 

(πιθανότατα να µπορούµε να πούµε ποιος είναι ο µέσος και η διακύµανσή 

της), χωρίς όµως να µπορούµε να είµαστε πιο συγκεκριµένοι για την µορφή 

της. Σε αυτές τις περιπτώσεις µπορούµε να χρησιµοποιήσουµε µια «βολική» 

µορφή της a-priori η οποία θα είναι το αποτέλεσµα των πεποιθήσεων µας και 
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ταυτόχρονα θα κάνει τους µαθηµατικούς υπολογισµούς σχετικά εύκολους. Θα 

δούµε κάποια τέτοια παραδείγµατα στην πορεία. 

4. Μερικές φορές νοµίζουµε ότι δεν έχουµε a-priori πληροφορίες σχετικά µε την 

παράµετρο θ. Σε τέτοιες περιπτώσεις είναι αρκετά συνηθισµένο να 

χρησιµοποιούµε µια a-priori η οποία να ανακλά την άγνοια µας για την 

παράµετρο. Αυτό είναι συχνά δυνατό να γίνει, αλλά υπάρχουν αρκετές 

δυσκολίες που σχετίζονται µε αυτό. Με το θέµα αυτό θα ασχοληθούµε στο 

κεφάλαιο 3. 

 

2.3.3 Υπολογισµός 

Η εφαρµογή του θεωρήµατος του Bayes στην πράξη είναι αρκετά δύσκολη 

όσον αφορά τους µαθηµατικούς υπολογισµούς και η δυσκολία αυτή οφείλεται κυρίως 

στο ολοκλήρωµα το οποίο υπάρχει στον παρανοµαστή. Στην συνέχεια θα δούµε πως 

µε ορισµένες επιλογές των a-priori κατανοµών, το ολοκλήρωµα αυτό µπορεί να 

παραληφθεί, αλλά γενικά ειδικές τεχνικές χρειάζονται για να απλοποιηθούν οι 

υπολογισµοί (βλ. Κεφάλαιο 8). 

 

2.3.4 Συµπερασµατολογία 

  Η Μπευζιανή ανάλυση παρέχει µία περισσότερο πλήρη συµπερασµατολογία 

υπό την έννοια ότι όλη η γνώση σχετικά µε την παράµετρο θ η οποία είναι διαθέσιµη 

λόγω της a-priori κατανοµής και των δεδοµένων, αντιπροσωπεύεται από την a-

posteriori κατανοµή. Αυτό σηµαίνει πως η f(θ|x) «είναι» η συµπερασµατολογία. 

Παρόλα αυτά, είναι συχνά επιθυµητό να συνοψίσουµε τα συµπεράσµατα µας µέσω 

σηµειακής εκτίµησης ή µέσω ενός διαστήµατος εκτίµησης. Περισσότερες 

λεπτοµέρειες σχετικά, θα δοθούν στο κεφάλαιο 5.  

 

 

2.4 Παραδείγµατα 
 

 Παράδειγµα 2.1   Όταν ένα συγκεκριµένο µηχάνηµα παρουσιάζει κάποιο 

πρόβληµα αυτό µπορεί να οφείλεται είτε στην µηχανή, είτε στην ύπαρξη λάθους στην 

µεταφορά. Η φύση του προβλήµατος µπορεί να προσδιοριστεί µε ακρίβεια µόνο στην 

περίπτωση που «λυθεί» η µηχανή. Παρόλα αυτά το πρόβληµα έχει τρεις ενδείξεις οι 
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οποίες µπορούν να µελετηθούν: υπερθέρµανση (ΥΘ), ανώµαλη κίνηση (ΑΚ), ή και 

τα δύο. Οι πιθανότητες του Πίνακα 2.1 καταρτίστηκαν µε βάση προηγούµενα 

στοιχεία. Επίσης, το 60% των προβληµάτων που παρουσιάζουν τα µηχανήµατα 

οφείλονται στην µεταφορά, οπότε f(θ2)=0.6. Βρείτε την a-posteriori κατανοµή και 

ερµηνεύστε την κατάλληλα.  

 

Περιοχή προβλήµατος     ΥΘ(x1) ΑΚ(x2)      και τα δύο(x3) 

  

             Μηχανή (θ1)       0.1      0.4  0.5 

  Μεταφορά (θ2)     0.5      0.3  0.2 

 
Πίνακας 2.1: Πίνακας Πιθανοτήτων 

 

Για αυτό το απλό διακριτό παράδειγµα µπορούµε να συνοψίσουµε την ανάλυση µας 

σε πίνακες όπως στον πίνακα 2.2, όπου έχουµε χρησιµοποιήσει την f(x,θ)=f(x|θ)f(θ) 

καθώς και την:   

   

f(θ) f(x|θ)     x1        x2      x3 

                                         0.4         θ1         0.1       0.4        0.5 

                                         0.6         θ2         0.5       0.3        0.2 

                                       f(x,θ)       θ1       0.04     0.16      0.20 

                                                       θ2       0.30     0.18      0.12 

                                                      f(x)      0.34     0.34      0.32 

                                       f(θ|x)       θ1       4/34    16/34    20/32 

                                                       θ2     30/34    18/34    12/32 

 
Πίνακας 2.2: Πίνακας Ανάλυσης 

 

Ένας τρόπος για να ερµηνεύσουµε αυτήν την ανάλυση είναι να µελετήσουµε τα 

“odds” για κάθε έναν από τους δύο τύπους προβλήµατος. Πριν από οποιαδήποτε 

πληροφορία σχετικά µε το x, τα odds ήταν 3:2 για το θ2 (από την στιγµή που το 60% 

των προβληµάτων οφείλεται στην µεταφορά). Αλλά έχοντας µελετήσει το x, αυτά τα 

)θf(x,f(x) ι

2

1i
∑
=

=
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odds αλλάζουν σε 15:2 για το θ2 όταν παρατηρήσουµε το x1, 9:8 για το θ2 αν 

παρατηρήσουµε το x2, και 5:3 για το θ1 αν παρατηρήσουµε το x3. Κατά συνέπεια, εάν 

το κριτήριο βάσει του οποίου θα αποφασίσουµε να επιλέξουµε την περισσότερο 

αληθοφανή αιτία, µελετώντας είτε το x1 είτε το x2 θα µας οδηγήσει να αποφασίσουµε 

ότι το πρόβληµα οφείλεται στην µεταφορά, ενώ αν µελετήσουµε το x3 τότε θα 

οδηγηθούµε στην απόφαση ότι το πρόβληµα οφείλεται στην µηχανή. 

 

 Παράδειγµα 2.2   (∆ιωνυµικό δείγµα) Ας υποθέσουµε ότι το µοντέλο 

πιθανοφάνειας µας είναι x~Bin(n,θ), και αυτό που επιδιώκουµε είναι να εξάγουµε 

συµπεράσµατα για την παράµετρο θ. Οπότε θα είναι: 

   

Γενικά, η επιλογή της a-priori περιγραφής της παραµέτρου θ µπορεί να ποικίλει από 

πρόβληµα σε πρόβληµα, και εξ ορισµού θα εξαρτάται από την έκταση της a-priori 

γνώσης µας σχετικά µε την κατάσταση. Ωστόσο, η διαδικασία την οποία θα 

ακολουθήσουµε εδώ, θα βασιστεί σε µία πιθανή οικογένεια a-priori κατανοµών οι 

οποίες, όπως και θα δούµε, θα οδηγήσει σε απλούς µαθηµατικούς υπολογισµούς. Το 

σηµείο το οποίο θίγεται εδώ, είναι πως δεδοµένου ότι η οικογένεια είναι αρκετά 

µεγάλη και κατά συνέπεια καλύπτει επαρκώς ένα µεγάλο εύρος από πιθανές µορφές 

κατανοµών, µπορούµε να χρησιµοποιήσουµε την a-priori µέσα από αυτήν την 

οικογένεια η οποία είναι αρκετά κοντά στις a-priori πεποιθήσεις µας. Εάν, παρόλα 

αυτά, δεν υπάρχει a-priori κατανοµή µέσα στην οικογένεια αυτή η οποία ανακλά τί 

πραγµατικά πιστεύουµε, τότε θα πρέπει να αποφύγουµε την προσέγγιση αυτή.  

Έτσι, σε αυτήν την περίπτωση, ας υποθέσουµε ότι µπορούµε να αντιπροσωπεύσουµε 

τις πεποιθήσεις µας σχετικά µε την παράµετρο θ µέσω της κατανοµής Beta: 

θ~Be(p,q) 

έτσι ώστε 

 

Χρησιµοποιώντας το θεώρηµα του Bayes θα έχουµε: 

.n,...,0x,)1(C)|x(f xnx
x

n =−= −θθθ

).10(,)1()1(
)q()p(
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Τώρα, από την στιγµή που γνωρίζουµε ότι η f(θ|x) είναι κατάλληλη συνάρτηση 

πυκνότητας, βρισκόµαστε στην περίπτωση όπου: 

θ|x~Be(p+x,q+n-x). 

 

Κατ’ αυτόν τον τρόπο, µε προσεκτική επιλογή, έχουµε βρει την a-posteriori κατανοµή 

η οποία ανήκει στην ίδια οικογένεια όπως και η a-priori κατανοµή, και µέσω αυτής 

της διαδικασίας έχουµε αποφύγει να κάνουµε υπολογισµούς ολοκληρωµάτων. Η 

επίδραση των δεδοµένων είναι η αναπροσαρµογή των παραµέτρων της κατανοµής 

Beta από τις αρχικές τους τιµές  (p,q), στις a-posteriori τιµές των (p+x,q+n-x). 

 

Θα δώσουµε ένα αριθµητικό παράδειγµα, χρησιµοποιώντας τα δεδοµένα 

«Καρκίνου». Από τους 70 ασθενείς στους οποίους εφαρµοζόταν µια καινούργια 

θεραπεία για ένα συγκεκριµένο τύπο καρκίνου, οι 34 από αυτούς έζησαν πέρα από το 

αναµενόµενο όριο. Ας θεωρήσουµε θ την πιθανότητα ένας ασθενής να επιβιώσει. Οι 

ειδικοί σε ιατρικά θέµατα, οι οποίοι είναι εξοικειωµένοι µε κλινικές µελέτες (trials), 

εκφράζουν πεποιθήσεις ότι θα είναι Ε(θ)=0.4 και Var(θ)=0.02. Η κατανοµή Beta είναι 

κατάλληλη για να εκφράσει τις a-priori πεποιθήσεις τους και για αυτό θα πρέπει να 

επιλέξουµε µια a-priori κατανοµή θ~Βe(p,q) τέτοια ώστε Ε(θ)=0.4 και Var(θ)=0.02. 

∆ηλαδή θέλουµε: 

  

Μπορεί εύκολα να αποδειχθεί ότι αν θέσουµε m=E(θ) και u=Var(θ) οι παραπάνω 

εξισώσεις θα έχουν την εξής µορφή: 
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Για το παράδειγµα µας οι τιµές των p και q θα είναι αντίστοιχα 4.4 και 6.6. Οι τιµές 

αυτές καθορίζουν την a-priori κατανοµή για το θ. Στην πραγµατικότητα, είναι 

απαραίτητο να επιβεβαιώσουµε ότι η όλη κατανοµή είναι το αποτέλεσµα των a-priori 

πεποιθήσεων των ειδικών. 

Με την προϋπόθεση ότι πραγµατικά αντιπροσωπεύονται οι πεποιθήσεις των ειδικών 

στην a-priori κατανοµή, µπορούµε να βρούµε την a-posteriori κατανοµή για το θ η 

οποία είναι: 

θ|x~Be(38,4 42,6) 

 

Η a-posteriori αυτή κατανοµή αντιπροσωπεύει όλη την πληροφορία σχετικά µε την 

παράµετρο θ και αποτελεί ολοκληρωµένη συµπερασµατολογία για την θ. Θα 

µελετήσουµε τώρα πως τα δεδοµένα µας αλλάζουν τις a-priori πεποιθήσεις µας, 

συγκρίνοντας τις αναµενόµενες τιµές των a-priori και a-posteriori κατανοµών: 

 

 

Στην περίπτωση µας θα είναι: 

Ε(θ)=0.4 και Ε(θ|x)=0.474 

 

Οπότε αυτό το οποίο προκύπτει είναι ότι όταν µελετήσουµε και τα δεδοµένα µας η a-

priori εκτίµηση για την παράµετρο θ αυξάνεται από 0.4 σε 0.474. Από την άλλη 

πλευρά, ένας φυσικός εκτιµητής για το θ βασιζόµενος µόνο στα δεδοµένα µας είναι ο 

x/n=0.486, ο οποίος είναι ο εκτιµητής µέγιστης πιθανοφάνειας. Εποµένως 

συνοψίζοντας τα παραπάνω θα λέγαµε ότι ο a-posteriori εκτιµητής είναι ένας 

συνδυασµός των δεδοµένων µε τις a-priori πεποιθήσεις µας. 

Γενικά, αν τα x και n είναι µεγάλα, τότε η αναµενόµενη a-posteriori θα είναι κατά 

προσέγγιση η x/n, δηλαδή ο εκτιµητής µέγιστης πιθανοφάνειας. 

 

 Παράδειγµα 2.3 (Poisson δείγµα). Ας υποθέσουµε ότι τα x1,…,xn είναι 

ανεξάρτητες τυχαίες µεταβλητές που ακολουθούν κατανοµή Poisson µε παράµετρο θ. 

Τότε θα έχουµε: 
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Όπως και στο παράδειγµα µε την διωνυµική κατανοµή, οι a-priori πεποιθήσεις µας 

σχετικά µε την παράµετρο θ αλλάζουν από πρόβληµα σε πρόβληµα, αλλά αυτό που 

θα προσπαθήσουµε να κάνουµε εδώ είναι να βρούµε µία σχέση η οποία να δίνει ένα 

σύνολο από διαφορετικές πιθανότητες και η οποία να είναι ταυτόχρονα µαθηµατικά 

αποδεκτή. Στην συγκεκριµένη περίπτωση θα υποθέσουµε ότι οι a-priori πεποιθήσεις 

µας µπορούν να αντιπροσωπευτούν µέσα από µία Γάµµα κατανοµή, δηλ. θ~Ga(p,q), 

έτσι ώστε: 

 

Χρησιµοποιώντας το θεώρηµα του Bayes, θα έχουµε: 

 

 

και εποµένως: 

 

η οποία είναι µία νέα Γάµµα κατανοµή της οποίας οι παράµετροι έχουν καθοριστεί µε 

βάσει τα δεδοµένα µέσω των Σxi και του n. 

Ένα αριθµητικό παράδειγµα είναι το ακόλουθο. Ας συµβολίσουµε µε θ τον µέσο 

αριθµό ενός είδους πτηνών σε µία συγκεκριµένη περιοχή. Λεπτοµερείς φωτογραφίες 

από 45 οµάδες του συγκεκριµένου είδους πτηνών, έδωσαν Σxi=4019. Θα 

υποθέσουµε ότι αν η θ~Ga(p,q), µε γνωστή µέση τιµή και διασπορά, τότε θα ήταν 

Ε(θ)=p/q=100 και Var(θ)=p/(q²)=20, και λύνοντας ως προς p και q θα πάρουµε p=500 

και q=5. Έτσι προκύπτει ότι η a-posteriori κατανοµή µας θ|x είναι Ga(4519,50). 
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 Παράδειγµα 2.4  (Κανονικός µέσος). Ας θεωρήσουµε x1,…,xn ένα σύνολο 

ανεξάρτητων µεταβλητών από µία κανονική κατανοµή µε µέσο θ και διακύµανση σ², 

µε σ² γνωστό. Τότε θα είναι: 

 

µε πιθανοφάνεια 

 

Τώρα ας υποθέσουµε ότι οι a-priori πεποιθήσεις µας σχετικά µε την παράµετρο θ, 

µπορούν να αντιπροσωπευθούν µέσα από την Κανονική κατανοµή, δηλ.θ~Ν(b,d²). 

(Και εδώ η επιλογή της συγκεκριµένης κατανοµής έγινε για να χρησιµοποιήσουµε 

απλά µαθηµατικά, αλλά πρέπει να τονίσουµε πως η κατανοµή θα πρέπει να 

επιλέγεται µε βάση το αν είναι ικανή να αποτελέσει µια καλή προσέγγιση των a-priori 

πεποιθήσεων µας σχετικά µε την παράµετρο θ). Με βάση το θεώρηµα του Bayes 

έχουµε: 

f(θ|x) ∝ f(x|θ) f(θ) 

και έτσι: 
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Όµως ισχύει  

 

 

οπότε από την τελευταία σχέση, η παράσταση  

µπορεί να γραφεί ως: 

 

Οπότε η a-posteriori θα έχει την ακόλουθη µορφή: 
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Το αποτέλεσµα µπορεί να δοθεί µε πιο σύντοµο τρόπο, εάν καθορίσουµε την 

«ακρίβεια» να είναι το αντίστοιχο της διακύµανσης: πχ. ας θεωρήσουµε τ=1/σ² και 

c=1/d². Τότε η θ|x µπορεί να γραφεί: 

 

 

 

Προτού δώσουµε ένα αριθµητικό παράδειγµα, µπορούµε να κάνουµε µία σειρά από 

παρατηρήσεις: 

 

1. Παρατηρούµε ότι 

 

όπου 

 

Συνεπώς ο µέσος της a-posteriori κατανοµής είναι ένας σταθµισµένος 

µέσος του µέσου της a-priori κατανοµής και του .x  Επίσης, η 

στάθµιση γn καθορίζεται µε βάση τη σχετική βαρύτητα της 

πληροφορίας στην a-priori κατανοµή και στην δοµή των δεδοµένων. 

Σε αυτήν την περίπτωση, αν το nτ είναι µεγάλο σχετικά µε το c, τότε 

το γn≈0  και ο µέσος της a-posteriori κατανοµής είναι κοντά στον  .x  

2. Παρατηρούµε ότι: 

ακρίβεια της a-posteriori = ακρίβεια της a-priori+n την ακρίβεια κάθε 

παρατηρήσεως. 
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3. Καθώς το nØ∞,  

 

έτσι ώστε η a-priori δεν επηρεάζει την α posteriori στο όριο. 

4. Καθώς το dØ∞, ή αντίστοιχα το cØ0,  θα πάρουµε και πάλι: 

 

5. Παρατηρούµε ότι η a-posteriori κατανοµή εξαρτάται από τα δεδοµένα 

µόνο µέσω του x  και όχι µέσω των µεµονωµένων τιµών των xi. 

Μπορούµε να πούµε και πάλι ότι η x  είναι επαρκής για την 

παράµετρο θ. 

 

Οι παρατηρήσεις 3 και 4 είναι πολύ σηµαντικές και θα εξεταστούν λεπτοµερώς 

παρακάτω.  

 

Στο αριθµητικό παράδειγµα που ακολουθεί, τα δεδοµένα είναι καταγραµµένα από τον 

Henry Cavendish τον 18ο αιώνα, ο οποίος έκανε 23 µετρήσεις για την πυκνότητα της 

γης. Για αυτά τα δεδοµένα υπολογίστηκε ότι ο x  είναι 5,48 και θα υποθέσουµε ότι η 

διακύµανση και τα σφάλµατα µετρήσεως είναι ίση µε 0,04. Τώρα ας υποθέσουµε ότι 

από προηγούµενα πειράµατα η a-priori πληροφορία µας για την παράµετρο θ δηλ. την 

πυκνότητα της γης, ακολουθεί κανονική κατανοµή µε Ν(5,4 0,01). Σε αυτήν την 

περίπτωση η a-posteriori κατανοµή θα είναι: θ|x~N(5.46, 0.00303). 

  

2.5 Γενικά Θέµατα 
Οι αρχές και οι λεπτοµέρειες των παραδειγµάτων που προηγήθηκαν, 

δηµιούργησαν µία πληθώρα από θέµατα τα οποία χρήζουν ιδιαιτέρας ανάλυσης. 

 

2.5.1 Συνεχής αναθεώρηση 

Είδαµε ότι το θεώρηµα του Bayes προσφέρει τον µηχανισµό µε βάση τον 

οποίο οι α priori πληροφορίες µας αναθεωρούνται από τα δεδοµένα και δίνουν την α 

posteriori πληροφορία. Αυτή η α posteriori πληροφορία, θα αποτελέσει την 
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καινούργια α priori πληροφόρηση, πριν προστεθούν και νέα δεδοµένα. Έτσι 

προκύπτει η εξής ερώτηση: εάν πάρουµε µια σειρά από δεδοµένα και 

αναθεωρήσουµε τις α priori πεποιθήσεις µας την στιγµή που λαµβάνουµε κάθε ένα 

από τα δεδοµένα µας, θα πάρουµε διαφορετικό αποτέλεσµα από ότι θα παίρναµε αν 

περιµέναµε να φτάσουν στα χέρια µας όλα τα δεδοµένα µαζί και µετά να 

αναθεωρήσουµε την a-priori πληροφόρηση µας; 

Ας δούµε µία απλή περίπτωση στην οποία έχουµε δύο ανεξάρτητες τυχαίες 

µεταβλητές x1 και x2, κάθε µία από τις οποίες έχει συνάρτηση πυκνότητας 

πιθανότητας f(x|θ). Τώρα ας υποθέσουµε ότι µελετάµε την x1 και αναθεωρούµε την a-

priori πληροφόρηση µας, µέσα από το θεώρηµα του Bayes και έτσι έχουµε: 

 

 Η συνάρτηση αυτή θα γίνει η καινούργια µας a-priori προτού µελετήσουµε την 

µεταβλητή x2. Τότε θα έχουµε: 

   

το οποίο είναι το ίδιο αποτέλεσµα το οποίο θα παίρναµε αν αναθεωρούσαµε την 

πληροφόρηση µας µε βάση τη συνολική πληροφορία που θα λαµβάναµε από τα x1 και 

x2 µαζί. Η διαπίστωση αυτή µπορεί να γενικευθεί για οποιονδήποτε αριθµό 

δεδοµένων.  

 

2.5.2 Επάρκεια 

  Στην κλασική στατιστική συµπερασµατολογία, η επάρκεια παίζει βασικό ρόλο 

τόσο στην θεωρητική ανάπτυξη, όσο και στις πρακτικές εφαρµογές. Το ίδιο ακριβώς 

συµβαίνει και στην Μπευζιανή ανάλυση, και έχουµε ήδη αντιµετωπίσει µία σειρά 

παραδειγµάτων όπου η a-posteriori κατανοµή εξαρτάται από τα δεδοµένα µόνο µέσω 

µίας επαρκούς στατιστικής παραµέτρου. 

 Κατ’ αναλογία µε την κλασική στατιστική, ορίζεται και στην στατιστική κατά 

Bayes η έννοια της επάρκειας. Μία στατιστική συνάρτηση δεδοµένων t(x) 

ονοµάζεται επαρκής στατιστική συνάρτηση για την παράµετρο θ εάν 

f(θ | t(x)) = f(θ|x) 

για κάθε a-priori κατανοµή f(θ). 
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2.5.3. Η Αρχή της Πιθανοφάνειας 

Η αρχή της πιθανοφάνειας αναφέρει ότι αν 2 πειράµατα «µοιράζονται» την 

ίδια πιθανοφάνεια (αναλογικά), τότε η συµπερασµατολογία µας σχετικά µε την 

παράµετρο θ, θα πρέπει να είναι η ίδια σε κάθε περίπτωση. Με άλλα λόγια, όλα τα 

στοιχεία της συµπερασµατολογίας µας θα πρέπει να είναι βασισµένα µονάχα στην 

συνάρτηση πιθανοφάνειας. Ένα σηµαντικό πλεονέκτηµα της Μπευζιανής θεωρίας 

είναι ότι οι τεχνικές οι οποίες χρησιµοποιούνται είναι άρρηκτα συνδεδεµένες µε την 

αρχή της πιθανοφάνειας. Αντίθετα πολλές απλές τεχνικές της κλασικής στατιστικής 

παραβιάζουν την αρχή αυτή.  

 

 Παράδειγµα 2.5  Έστω ότι ένα διωνυµικό πείραµα σε κάποιο εργαστήριο είχε 

σαν αποτέλεσµα µία επιτυχία σε 10 δοκιµές. Ο/Η στατιστικός ελέγχει την υπόθεση 

ότι η πιθανότητα επιτυχίας θ είναι ίση µε ½ υπολογίζοντας την πιθανότητα ουράς της 

διωνυµικής κατανοµής. Αυτή η πιθανότητα είναι: 

 

P(x=0|θ=1/2)+P(x=1|θ=1/2)=2-10+10(2)-1(2)-10=11(2)-10 

 

Παρόλα αυτά όταν παρουσιάζει τα αποτελέσµατα του/της, πληροφορείται ότι το 

πείραµα δεν ήταν διωνυµικό: οι δοκιµές έπρεπε να σταµατήσουν µόλις υπήρχε η 

πρώτη επιτυχία. Συνεπώς ενώ τα δεδοµένα είναι τα ίδια, η στατιστική ανάλυση 

πρέπει να επαναληφθεί. Η νέα πιθανότητα ουράς, σε αύτη την περίπτωση δίνεται από 

το γεωµετρικό µοντέλο, και είναι: 

 

P[Y≥10|θ=1/2]=2-10+2-11+…=2-10(1+1/2+…)=2-10(1/(1-1/2))=2-9. 

 

Από το συγκεκριµένο παράδειγµα συµπεραίνουµε ότι τα ίδια δεδοµένα, µέσω της 

κλασικής προσέγγισης, µπορεί να µας δώσουν διαφορετικά αποτελέσµατα.  

 

2.6 Ασκήσεις 

 
Άσκηση 2.1  Για κάθε µία από τις ακόλουθες περιπτώσεις, υπολόγισε την a-posteriori 

κατανοµή: 
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Α)x1,…,xn είναι τυχαίο δείγµα από κατανοµή µε συνάρτηση πιθανότητας 

  

µε την Beta(p,q) a-priori κατανοµή: 

 

Β) x1,…,xn είναι τυχαίο δείγµα από την κατανοµή µε συνάρτηση πυκνότητας 

πιθανότητας: 

 

και µε a-priori κατανοµή την: 

 

 

Άσκηση 2.2  Η αναλογία θ των ελαττωµατικών αντικειµένων σε ένα µεγάλο φορτίο 

είναι άγνωστη, αλλά οι ειδικοί πιστεύουν πως το θ ακολουθεί Beta(2, 200) κατανοµή. 

Αν 100 αντικείµενα επιλεγούν τυχαία από το φορτίο και 3 από αυτά βρεθούν να είναι 

ελαττωµατικά, ποια είναι η a-posteriori κατανοµή του θ; 

Εάν κάποιος άλλος στατιστικός έχοντας µελετήσει τα 3 ελαττωµατικά, υπολόγιζε πως 

η a-posteriori κατανοµή ήταν Beta µε µέσο 4/102 και διακύµανση 0.0003658, ποια a-

priori κατανοµή είχε χρησιµοποιήσει; 

 

Άσκηση 2.3  Η διάµετρος ενός προϊόντος σε µία µεγάλη γραµµή παραγωγής, ποικίλει 

βάσει της Ν(θ,1) κατανοµής. Ένας µηχανικός υπολογίζει ότι η a-priori κατανοµή του 

θ είναι Ν(10, 0.25). Σε µία γραµµή παραγωγής 12 προϊόντα ελέγχονται και βρίσκεται 

ότι έχουν δειγµατικό µέσο 31/3. Χρησιµοποιώντας αυτήν την πληροφορία, 

υπολογίστε την πιθανότητα ο µέσος της διαµέτρου του προϊόντος να είναι 

τουλάχιστον 10 µονάδες. 

 

Άσκηση 2.4  Ο αριθµός των ελαττωµάτων σε 1200 µέτρα ρολού µαγνητικής ταινίας 

ακολουθεί κατανοµή Poisson(θ). Η a-priori κατανοµή για το θ είναι Γάµµα(3,1). 
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‘Όταν 5 ρολά µαγνητικής ταινίας επιλεγούν τυχαία, ο αριθµός των ελαττωµάτων είναι 

2,2,6,0 και 3 αντίστοιχα. Καθορίστε την a-posteriori κατανοµή για το θ. 

 

Άσκηση 2.5  Ας υποθέσουµε ότι ο χρόνος σε λεπτά που απαιτείται για να 

εξυπηρετηθεί ένας πελάτης σε µία τράπεζα ακολουθεί εκθετική κατανοµή µε 

παράµετρο θ. Η a-priori κατανοµή για το θ είναι Γάµµα µε µέσο 0,2 και τυπική 

απόκλιση 1. Εάν ο µέσος χρόνος για να εξυπηρετηθούν 20 πελάτες έχει παρατηρηθεί 

ότι είναι 3.8 λεπτά, καθορίστε ποια είναι η a-posteriori κατανοµή για την παράµετρο 

θ.  

 

Άσκηση 2.6   Έστω p η πιθανότητα πρόσληψης ενός ιού εάν κάποιος έρθει σε επαφή 

µε αυτόν. Ένας γιατρός πιστεύει ότι αυτή η πιθανότητα είναι µία από τις τιµές 

0.10, 0.12, 0.14, 0.16, 0.18 ή 0.20. 

Εκτιµά τις a-priori πιθανότητες να είναι Pr(p=0.10)=0.05, Pr(p=0.12)=0.08, 

Pr(p=0.14)=0.13, Pr(p=0.16)=0.30, Pr(p=0.18)=0.34 και Pr(p=0.20)=0.10. 

Από αυτήν την a-priori κατανοµή, βρείτε τα Ε(p) και V(p). Ο γιατρός εκτελεί ένα 

πείραµα στο οποίο 20 άτοµα εκτίθενται στον ιο, και 2 προσβάλλονται από αυτόν. Με 

βάση την καινούργια πληροφορία, βρείτε την a-posteriori κατανοµή του ιατρού για το 

p. 

   

Άσκηση 2.7  Ένα τυχαίο δείγµα x1,…,xn προέρχεται από κατανοµή Poisson µε µέσο 

θ. Η a-priori κατανοµή για το θ ακολουθεί Γάµµα κατανοµή µε µέσο µο. Εάν ο 

δειγµατικός µέσος είναι nx , δείξτε ότι ο µέσος της a-posteriori κατανοµής του θ θα 

είναι ένας σταθµισµένος µέσος της µορφής: 

   

∆είξτε ότι το γn→1 καθώς το n→∞. 

 

Άσκηση 2.8   Γιατί στο παράδειγµα 2.5 φαίνεται ότι η κλασική στατιστική δεν 

υπακούει στην αρχή της πιθανοφάνειας; 

 

 

 

.)1(x 0nnn µγγ −+
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Κεφάλαιο 3ο 

 

Καθορισµός των A-priori Κατανοµών 

 

 

3.1 Εισαγωγή 

 
Έχουµε ήδη δει ότι η βασική διαφορά µεταξύ την Μπευζιανής θεωρίας και 

της κλασικής στατιστικής είναι ότι σύµφωνα µε την Μπευζιανή στατιστική οι 

άγνωστες παράµετροι χρησιµοποιούνται σαν τυχαίες µεταβλητές και για αυτόν τον 

λόγο η χρησιµοποίηση του θεωρήµατος του Bayes απαιτεί τον καθορισµό a-priori 

κατανοµών για τις µεταβλητές αυτές. Παρόλο που αυτό διευκολύνει τον 

συνυπολογισµό των a-priori πεποιθήσεων µας σχετικά µε τις παραµέτρους, η επιλογή 

της a-priori κατανοµής δεν πρέπει να γίνεται «τυφλά». Αντίθετα, χρειάζεται πολλή 

προσοχή καθώς και γνώση γύρω από ορισµένα βασικά στοιχεία τα οποία σχετίζονται 

µε την επιλογή της. Στο κεφάλαιο αυτό θα ασχοληθούµε µε ορισµένα από τα βασικά 

αυτά στοιχεία. 

 

 

3.2 Συζυγείς A-priori Κατανοµές 

 
 Η χρησιµοποίηση του θεωρήµατος του Bayes συνεπάγεται αρκετές 

υπολογιστικές δυσκολίες, και για αυτό είναι απαραίτητος ο υπολογισµός της 

σταθεράς κανονικοποίησης στο ολοκλήρωµα, 

 

Για παράδειγµα, ας υποθέσουµε ότι οι x1,…,xn είναι ανεξάρτητες µεταβλητές που 

ακολουθούν κατανοµή Poisson Po(θ), και οι a-priori πεποιθήσεις µας σχετικά µε την 

τιµή της παραµέτρου θ βρίσκεται σίγουρα µέσα στο διάστηµα [0,1], αλλά όλες οι 

.d)|x(f)(f∫ θθθ
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τιµές στο διάστηµα αυτό έχουν την ίδια πιθανότητα να είναι η τιµή της παραµέτρου θ. 

Έτσι f(θ)=1 µε 0<θ<1. Έτσι η σταθερά κανονικότητας είναι: 

 

και  το ολοκλήρωµα αυτό, το οποίο είναι µία ηµιτελής Γάµµα συνάρτηση, µπορεί 

µόνο να υπολογιστεί αριθµητικά. 

Αυτό το οποίο προκύπτει είναι ότι ακόµα και οι απλές επιλογές των a-priori 

κατανοµών µπορούν να οδηγήσουν σε περίεργα αριθµητικά προβλήµατα. Παρόλα 

αυτά, στο προηγούµενο κεφάλαιο αντιµετωπίσαµε τρία παραδείγµατα όπου η σωστή 

επιλογή της a-priori κατανοµής οδήγησε σε υπολογισµούς της a-posteriori κατανοµής 

χωρίς την εµπλοκή κάποιου ολοκληρώµατος. Σε κάθε µία από αυτές τις περιπτώσεις, 

ήµασταν σε θέση να καθορίσουµε µια a-priori κατανοµή για την οποία η a-posteriori 

κατανοµή που προέκυπτε ανήκε στην ίδια οικογένεια κατανοµών µε την a-priori. 

Τέτοιες κατανοµές ονοµάζονται συζυγείς a-priori κατανοµές. Ας δούµε ένα ακόµα 

παράδειγµα, στο οποίο η συζυγής a-priori µπορεί να υπολογιστεί. 

 

 Παράδειγµα 3.1  (Γάµµα δείγµα) Ας υποθέσουµε ότι οι µεταβλητές x1,…,xn 

είναι ανεξάρτητες και ακολουθούν κατανοµή Γάµµα(κ,θ), όπου το κ είναι γνωστό. 

(Σηµειώνουµε ότι στην ειδική περίπτωση που κ=1 τότε βρισκόµαστε στην περίπτωση 

της εκθετικής κατανοµής). Έχουµε ότι: 

 

Μελετώντας αυτήν την µορφή την οποία θεωρούµε συνάρτηση του θ, παρατηρούµε 

ότι µπορούµε να πάρουµε µία a-priori κατανοµή της µορφής: 

οπότε η παράµετρος θ~Ga(p,q), και µε βάση το θεώρηµα του Bayes θα είναι: 

 

 και άρα η θ|x~Ga(p+nk,q+Σxi). 

 

θθθ d)nexp(
1

0

xi∫ ∑−

)xexp()x;(L i
nk ∑−∝ θθθ

)qexp()(f 1p θθθ −∝ −

∑+−∝ −+ })xq(exp{)x|(f i
1nkp θθθ
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3.2.1 Χρήση των συζυγών a-priori κατανοµών 

Η χρήση των συζυγών a-priori πρέπει να αντιµετωπίζεται ακριβώς όπως είναι: 

ένας βολικός µαθηµατικός µετασχηµατισµός. Παρόλα αυτά, η έκφραση των a-priori 

πεποιθήσεων µέσω κάποιας παραµετρικής κατανοµής είναι πάντα µία προσέγγιση. Σε 

πολλές περιπτώσεις ο πλούτος της οικογένειας των συζυγών κατανοµών είναι αρκετά 

µεγάλος ώστε να µπορέσει να προσδιοριστεί η συζυγής a-priori η οποία είναι αρκετά 

κοντά στις a-priori πεποιθήσεις µας. Αυτό όµως το οποία θα πρέπει να τονίσουµε 

είναι πως οι συζυγείς a-priori δεν θα πρέπει να χρησιµοποιούνται απλά επειδή κάνουν 

τους µαθηµατικούς υπολογισµούς ευκολότερους. 

 

3.2.2 Ύπαρξη συζυγών a-priori κατανοµών 

Με την προϋπόθεση ότι δεν έρχονται σε αντίθεση µε τις a-priori πεποιθήσεις 

µας και δεδοµένου ότι µία τέτοια οικογένεια κατανοµών µπορεί να βρεθεί, η 

απλοποίηση των υπολογισµών που προσφέρουν οι συζυγείς a-priori, είναι 

εντυπωσιακή. Όµως σε ποιες περιπτώσεις µπορούµε να πάρουµε µία οικογένεια 

συζυγών κατανοµών;   

Προκύπτει ότι η µόνη περίπτωση στη οποία οι συζυγείς κατανοµές µπορούν 

να προκύψουν εύκολα, είναι για τα µοντέλα δεδοµένων τα οποία ανήκουν στην 

εκθετική οικογένεια κατανοµών. Αυτή είναι: 

 

για τις συναρτήσεις h,g,t και c έτσι ώστε: 

 

 Αυτό αν και µπορεί να φαίνεται περιοριστικό, στην πραγµατικότητα περιλαµβάνει 

την εκθετική κατανοµή, την κατανοµή Poisson, την Γάµµα µε µία παράµετρο, την 

∆ιωνυµική και την Κανονική κατανοµή µε γνωστή διακύµανση. 

Χρησιµοποιώντας µία a-priori f(θ), έχουµε: 

)}(c)x(texp{)(g)x(h)|x(f θθθ =
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Εάν επιλέξουµε την 

θα πάρουµε την a-posteriori: 

 

η οποία ανήκει στην ίδια οικογένεια κατανοµών µε την a-priori, αλλά µε 

προσαρµοσµένες παραµέτρους. 

Μπορεί εύκολα να ελεγχθεί ότι σε όλα τα παραδείγµατα των συζυγών a-priori τα 

οποία έχουµε συναντήσει ως τώρα, έχουν προκύψει κατ’ αυτόν τον τρόπο. Για 

παράδειγµα, στην περίπτωση της ∆ιωνυµικής κατανοµής ήταν 

  

Στην εκθετική οικογένεια κατανοµών έχουµε 

 

Έτσι µπορούµε να κατασκευάσουµε µία συζυγή a-priori µε την µορφή: 

 

η οποία είναι µέλος της οικογένειας κατανοµών Βήτα (Beta). 

 

3.2.3 Ανάλυση συνηθισµένων συζυγών κατανοµών 

Ο Πίνακας 3.1 παρουσιάζει πολλές από τις συνηθισµένες συζυγείς a-priori 

κατανοµές. Κάποιες από αυτές έχουν ήδη παρουσιαστεί σε παραδείγµατα. 

 

)}(bcexp{)(g)(f d θθθ ∝

)},(cb~exp{)(g

]}b)x(t)[(cexp{)(g)x|(f

d~

n

1i
i

dn

θθ

θθθ

=

+∝ ∑
=

+

)}.
1

log(xexp{C

)1(C)|x(f

x
n

xnx
x

n

θ
θ

θθθ

−
=

−= −

).
1

log()(c
x)x(t

)1()(g

C)x(h
n

x
n

θ
θθ

και
θθ

−
=

=
−=

=

bbnd

dn

)1(

)}
1

log(bexp{])1[()(f

θθ
θ

θθθ

−−=
−

−∝



Συµπερασµατολογία κατά Bayes    34 

Πιθανοφάνεια A-priori A-posteriori 

 

x~B(n,θ) 

 

Be(p,q) 

 

Be(p+x,q+n-x) 

 

x1,…,xn~Po(θ) 

 

Ga(p,q) 

 

Ga(p+Σxi,q+n) 

 

x1,…,xn~Ga(k,θ) (k γνωστό) 

 

Ga(p,q) 

 

Ga(p+nk,q+Σxi) 

 

x1,…,xn~Ge(θ) 

 

Be(p,q) 

 

Be(p+n,q+Σxi-n) 

 

x~NeB(r,θ) 

 

Be(p,q) 

 

Be(p+r,q+x-r) 

 

 

x1,…,xn~N(θ,1/τ) (τ γνωστό) 

 

 

N(b,1/c) 

 

)
nc

1,
nc

xncb(N
ττ

τ
++

+
 

 
     Πίνακας 3.1 

 

 

3.3 Ακατάλληλες A-Priori 

 
Ας ξαναθυµηθούµε την a-posteriori ανάλυση στην οποία καταλήξαµε όταν 

εκτιµήσαµε τον µέσο κανονικής κατανοµής µε γνωστή διακύµανση, χρησιµοποιώντας 

κανονική a-priori κατανοµή. Τώρα η βαρύτητα των a-priori πεποιθήσεων µας σχετικά 

µε την παράµετρο θ, καθορίζονται από την διακύµανση ή ισοδύναµα από το c της 

κανονικής a-priori κατανοµής. Μεγάλη τιµή του c αντιστοιχεί σε a-priori πεποιθήσεις 

µε µεγάλη βαρύτητα, ενώ από την άλλη πλευρά, µικρές τιµές του c δείχνουν πολύ 

«λίγη» a-priori πληροφόρηση. Ας υποθέσουµε τώρα, ότι οι a-priori πληροφορίες µας 

σχετικά µε την παράµετρο θ είναι τόσο λίγες, ώστε το c→0. Σε αυτήν την περίπτωση 

η a-posteriori κατανοµή είναι )n/(1,x(N τ  ή στην πιο γνωστή της µορφή ).
n

,x(
2σΝ  

Κατ΄ αυτόν τον τρόπο βρήκαµε µία a-posteriori κατανοµή η οποία έχει ισχύ, µέσα 

από αυτήν την διαδικασία που περιγράψαµε.  
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Όµως υπάρχει ένα σοβαρό ζήτηµα. Ας σκεφτούµε τι παθαίνει η a-priori 

κατανοµή καθώς το c→0. Αυτό που λαµβάνουµε είναι µία κανονική κατανοµή 

Ν(0,∞), η οποία όµως δεν είναι αυθεντική κατανοµή. Στην πραγµατικότητα, αυτό το 

οποίο συµβαίνει είναι ότι καθώς το c→0, η κατανοµή Ν(b,1/c) γίνεται επίπεδη ενώ 

αυξάνει, µε συνέπεια στο όριο f(θ)∝1, θ є R, το οποίο όµως δεν µπορεί να είναι 

ισχύουσα συνάρτηση πυκνότητας πιθανότητας από την στιγµή που ∫ ∞=
R

d)(f θθ . 

Αυτό που προκύπτει από τα παραπάνω είναι ότι η a-posteriori )
n

,x(N
2σ  η 

οποία προήλθε καθώς το c→0 στην συνηθισµένη ανάλυση των συζυγών κατανοµών, 

δεν µπορεί να προκύψει από την χρήση κάποιας κατάλληλης a-priori κατανοµής. 

Αντίθετα µπορεί να προκύψει από την χρήση του f(θ)∝1, το οποίο αποτελεί 

παράδειγµα του τι ακριβώς εννοούµε όταν λέµε ακατάλληλη a-priori κατανοµή.  

Το ερώτηµα το οποίο προκύπτει από τα όσα έχουν αναφερθεί παραπάνω, είναι 

εάν είναι επιτρεπτό να χρησιµοποιήσουµε µια a-posteriori κατανοµή η οποία έχει 

προκύψει από τον καθορισµό µίας ακατάλληλης a-priori, για να δείξουµε ασαφή 

γνώση για κάποιο φαινόµενο; Παρόλο που υπάρχουν κάποιες ακόµα δυσκολίες (θα 

τις δούµε παρακάτω), γενικά η χρήση ακατάλληλων a-priori κατανοµών θεωρείται 

αποδεκτή. Ένα σηµείο στο οποίο στηρίζεται αυτή η θέση είναι ότι εάν επιλέξουµε c 

τέτοιο ώστε να παίρνει τιµή οποιαδήποτε εκτός από το 0, θα είχαµε καταλήξει σε µία 

αποδεκτή a-priori κατανοµή και δεν θα υπήρχαν ενδοιασµοί για την υπόλοιπη 

ανάλυση µας. Θα µπορούσαµε αντίθετα, να είχαµε επιλέξει c µε τιµή πολύ κοντά στο 

0, και έτσι να υπολογίσουµε την a-posteriori κατανοµή η οποία θα ήταν σχεδόν όµοια 

µε αυτήν που βρήκαµε χρησιµοποιώντας την ακατάλληλη a-priori f(θ)∝1.  

 

 

3.4 Περιπτώσεις Άγνοιας 
 

Στο προηγούµενο µέρος, είδαµε ότι εάν προσπαθήσουµε να 

αντιπροσωπεύσουµε την άγνοια µας µέσω των συνηθισµένων συζυγών κατανοµών µε 

κανονικό µέσο, τότε οδηγούµαστε σε ακατάλληλες a-priori κατανοµές. Όµως 

υπάρχουν και άλλα σοβαρά προβλήµατα εκτός από αυτό. Αν για παράδειγµα, 
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καθορίσουµε µία a-priori για την παράµετρο θ της µορφής f(θ)∝1, και θεωρήσουµε 

την παράµετρο φ=θ², τότε  

( ) 1

d
d)(f)(f

−
φ∝

φ
θ

×θ=φ  

Από την άλλη πλευρά, εάν δεν γνωρίζαµε τίποτα σχετικά µε την παράµετρο θ, θα 

είχαµε άγνοια και για την παράµετρο φ αντίστοιχα, και έτσι µπορεί να κάναµε την 

υπόθεση ότι f(φ)∝1.  

Μία συγκεκριµένη οπτική γωνία, είναι ότι ο καθορισµός της a-priori άγνοιας µας 

πρέπει να συνεπής στους 1-1 µετασχηµατισµούς των παραµέτρων. Αυτό οδηγεί στην 

ιδέα των ‘Jeffreys’ priors’ οι οποίες είναι βασισµένες στο σκεπτικό της πληροφορίας 

του Fisher 

                                  

Η a-priori του Jeffreys ορίζεται ως  

 

Πρόταση: Η a-priori του Jeffreys είναι αµετάβλητη σε µετασχηµατισµούς. 

Απόδειξη: Αν φ=g(θ), πρέπει να αποδείξω ότι ( ) ( )
θ∂
φ∂

φ=θ 00 ff  
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3.4.1 Παραδείγµατα 

 Παράδειγµα 3.2 (Κανονικός µέσος) Ας υποθέσουµε ότι x1,…xn είναι 

ανεξάρτητες τυχαίες µεταβλητές οι οποίες κατανέµονται ως Ν(θ, σ²) µε σ² γνωστό.  

Τότε 

  και 

 

Ακόµα: 

                                                                                                                        

Συνεπώς f0(θ)∝1. Ας παρατηρήσουµε ότι χρησιµοποιήσαµε την συνολική 

πιθανοφάνεια εδώ. Αν ωστόσο είχαµε χρησιµοποιήσει την πιθανοφάνεια για µία µόνο 

παρατήρηση x, και λόγω της ανεξαρτησίας των x είχαµε Ιn(θ)=nΙ1(θ), όπου τα Ι1 και Ιn 

είναι η πληροφορία από την 1η και την n-οστή ανεξάρτητη τιµή των x, αντίστοιχα. 

Θα µπορούσαµε εποµένως να πάρουµε τις ίδιες a-priori του Jeffreys ανεξάρτητα από 

το πόσες παρατηρήσεις θα είχαµε. 

 

  Παράδειγµα 3.3 (∆ιωνυµικό δείγµα) Ας υποθέσουµε ότι x|θ~Bin(n,θ). 

Τότε: 
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και επειδή Ε(x)=nθ, 

 

η οποία στην περίπτωση µας είναι κατάλληλη Βήτα(1/2,1/2) κατανοµή. 

 

 

3.5 Μείγµατα Α-Priori Κατανοµών 
 

Οι διαφορετικές απόψεις σχετικά µε την χρήση των συζυγών οικογενειών των 

a-priori κατανοµών, αναφέρθηκαν στην παράγραφο 3.1. Παρόλα αυτά θα δώσουµε 

και πάλι έµφαση στο γεγονός ότι τέτοιες οικογένειες κατανοµών θα πρέπει να 

χρησιµοποιούνται µονάχα εάν ένα κατάλληλο µέλος της οικογένειας µπορεί να βρεθεί 

και το οποίο να είναι σύµφωνο µε τις πραγµατικές a-priori πεποιθήσεις µας. Σε 

µερικές περιπτώσεις η φυσική οικογένεια των συζυγών κατανοµών µπορεί να είναι 

πολύ «αυστηρή» για να µπορεί να είναι δυνατά όσα αναφέρθηκαν.  

Ας δούµε το επόµενο παράδειγµα. Όταν στρίβουµε ένα νόµισµα, τότε υπάρχει 0,5 

πιθανότητα το αποτέλεσµα να είναι κεφάλι. Όµως, εάν ρίξουµε το νόµισµα επάνω σε 

ένα τραπέζι, τότε εξαιτίας κάποιων ατελιών που έχει το νόµισµα, υπάρχει µία τάση να 

έρχονται είτε κεφάλι είτε γράµµατα. Λαµβάνοντας αυτήν την παράµετρο υπόψη µας, 

τότε µπορεί να επιλέξουµε να δώσουµε την πιθανότητα θ το νόµισµα να φέρει κεφάλι 

µία a-priori κατανοµή η οποία έχει τάση να παίρνει τιµές κοντά στο 0.3 ή στο 0.7. 

Στην περίπτωση αυτή οι a-priori πεποιθήσεις µας µπορούν να αντιπροσωπευτούν από 

µία ∆ιωνυµική κατανοµή και η οποία µετά από n ρίψεις θα έχει την εξής µορφή: 

Χ|θ~Bin(n,θ) και η συζυγής a-priori οικογένεια είναι η οικογένεια Βήτα. Παρόλα 

αυτά κανένα µέλος της οικογένειας δεν είναι πολυκόρυφο. 
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 Μία λύση είναι να χρησιµοποιήσουµε µείγµατα από συζυγείς κατανοµές. 

Αυτή η µεγάλη οικογένεια κατανοµών είναι µία συζυγής οικογένεια κατανοµών για 

τον εξής λόγο.  

Ας υποθέσουµε ότι f1(θ),…,fk(θ) είναι όλες συζυγείς κατανοµές του θ, και έχουν 

αντίστοιχες a-posteriori κατανοµές f1(θ|x),…,fk(θ|x). Τώρα ας θεωρήσουµε την 

οικογένεια του µείγµατος των κατανοµών: ∑
=

=
k

1i
ii ).(fp)(f θθ  

Σε αυτήν την περίπτωση θα έχουµε: 

 

και διαπιστώνουµε ότι η a-posteriori ανήκει στο ίδιο µείγµα-οικογένεια. 

Παρατηρούµε ωστόσο, ότι το µείγµα των αναλογιών στην a-posteriori ∗
ip  είναι 

γενικά διαφορετικό από αυτό που υπάρχει στην a-priori κατανοµή.  

 Μπορεί να αποδειχθεί ότι το τελικό µείγµα από τις συζυγείς a-priori µπορεί να 

βρίσκεται πολύ κοντά σε οποιαδήποτε a-priori κατανοµή. Ωστόσο, ο αριθµός των 

όρων στο µείγµα µπορεί να είναι µεγάλος και µπορεί να είναι δυνατόν να 

αντιπροσωπεύσει τις a-priori πεποιθήσεις κάποιου µε περισσότερη συντοµία 

χρησιµοποιώντας άλλες µη-συζυγείς οικογένειες µοντέλων. 

 

 

3.6 Επιλογή των A-priori 
 

∆εν υπάρχουν εύκολες απαντήσεις σε ερωτήµατα όπως πόσο καλά µπορούµε 

να εξάγουµε a-priori πληροφορίες, αλλά ο λόγος για το οποίο θίγεται το 

συγκεκριµένο ερώτηµα εδώ είναι γιατί αποτελεί ένα πολύ σηµαντικό ζήτηµα. Θα 

πρέπει να θυµηθούµε ωστόσο, ότι κανένας δεν είναι σε θέση να κάνει αρκετές 

ακριβείς κριτικές στις πιθανότητες. Για αυτόν τον λόγο, ο καθορισµός µίας a-priori 

κατανοµής πρέπει να αντιµετωπίζεται σαν µία προσπάθεια για να αντιπροσωπευθούν 

οι πεποιθήσεις που έχει κάποιος, µέσα από µία οµοιόµορφη µαθηµατική διαδικασία. 

Όπως έχουµε δει µέχρι τώρα, µία προσέγγιση είναι να πάρουµε µια συγκεκριµένη 
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οικογένεια κατανοµών (την οικογένεια των συζυγών κατανοµών για παράδειγµα) να 

«ζητήσουµε» a-priori πληροφόρηση για µερικά αντιπροσωπευτικά στοιχεία της (πχ. 

για τον µέσο και για την διακύµανση), και έπειτα να επιλέξουµε σαν a-priori το µέλος 

εκείνο της συζυγούς οικογένειας µε τις συγκεκριµένες τιµές (για τον µέσο και την 

διακύµανση). Γενικά πάντως, µπορεί να γίνει εξαιρετικά δύσκολο να προσαρµόσουµε 

τις a-priori πεποιθήσεις ενός ή περισσοτέρων ειδικών, σε µία a-priori κατανοµή. 

 

 

3.7 Ασκήσεις 
 

Άσκηση 3.1  Αποδείξτε κάθε µία από τις συζυγείς κατανοµές που δίνονται στον                              

Πίνακα 3.1. 

 

Άσκηση 3.2  Βρείτε την a-priori του Jeffreys για την παράµετρο θ, στο γεωµετρικό                  

µοντέλο: 

 

 για κάθε ένα από τα τυχαία δείγµατα .x,...,x n1  

 

Άσκηση 3.3  Ας υποθέσουµε ότι το x~Pa(a,b) (κατανοµή Pareto), όπου το a είναι 

γνωστό και το b άγνωστο. Τότε: 

 

Να βρείτε την a-priori του Jeffreys και την αντίστοιχη a-posteriori κατανοµή για το b 

 

Άσκηση 3.4   Επαναλάβετε το παράδειγµα 2.5 χρησιµοποιώντας κάποια a-priori 

κατανοµή για το θ. Αλλάζουν οι a-posteriori κατανοµές στις δύο περιπτώσεις; 

Υπακούει η στατιστική κατά Bayes στην αρχή της πιθανοφάνειας; 

 

Άσκηση 3.5    Ένας διευθυντής µιας τράπεζας ανησυχεί για τον ρυθµό µε τον οποίο 

οι υπάλληλοι στο ταµείο εξυπηρετούν τους πελάτες. Νοµίζει ότι όλοι οι υπάλληλοι 

δουλεύουν µε την ίδια περίπου ταχύτητα, που είναι 30, 40 ή 50 πελάτες την ώρα. 

Επιπλέον, 40 πελάτες την ώρα είναι δύο φορές πιο πιθανό από τις άλλες δύο τιµές, οι 

,...2,1x)1()|x(f 1x =−= − θθθ

.ax,xba)b|x(f 1bb >= −−
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οποίες θεωρούνται ισοπίθανες. Για να αποκτήσει περισσότερη πληροφορία, ο 

διευθυντής παρατηρεί ότι σε δύο ώρες και οι πέντε υπάλληλοι εξυπηρετούν 350 

πελάτες συνολικά. Χρησιµοποιείστε αυτή την νέα πληροφορία για να αναθεωρήσετε 

την a-priori κατανοµή του διευθυντή για τον ρυθµό εξυπηρέτησης πελατών από τους 

υπαλλήλους του ταµείου. (Υπόδειξη: Θα βρείτε χρήσιµο να κάνετε πράξεις 

δουλεύοντας µε το πηλίκο L(θ)/L(30) αντί απευθείας µε το L(θ), όπου L είναι η 

πιθανοφάνεια.) 

  

Άσκηση 3.6  Έστω ότι θ είναι ο ετήσιος τόκος µίας επένδυσης, εκφραζόµενος σε 

δεκαδική αντί της % µορφή. Σηµειώστε ότι το θ µπορεί να πάρει αρνητικές τιµές εάν 

η επένδυση δεν είναι καλή. Έστω ακόµα ότι η αβεβαιότητα σας για το θ µπορεί να 

εκφραστεί µε την µορφή της παρακάτω σ.π.π: 

  

(α) Σχεδιάστε την παραπάνω a-priori κατανοµή και ερµηνεύστε τί συνεπάγεται για τις 

κρίσεις σας όσον αφορά το θ. 

(β) Ένας αναλυτής επενδύσεων προσπαθεί να σας πείσει ότι πρόκειται για καλή 

επένδυση, και ισχυρίζεται ότι ο τόκος της επένδυσης θα είναι 0.15. Μεταχειριζόµενοι 

αυτόν τον ισχυρισµό σαν νέα πληροφορία, και συµβολίζοντας την µε y, αποφασίζεται 

ότι η συνάρτηση πιθανοφάνειας (σαν συνάρτηση του θ) είναι 

 

 Σχεδιάστε την συνάρτηση πιθανοφάνειας και σχολιάστε την επίδραση της στην 

αβεβαιότητα σας για το θ. 

(γ) Με βάση την νέα πληροφορία y, αναθεωρήστε την κατανοµή του θ και σχολιάστε 

την αλλαγή της. 
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Κεφάλαιο 4ο 

 

Πολυπαραµετρικά Προβλήµατα 

 

Όλα τα παραδείγµατα τα οποία εξετάσαµε µέχρι αυτό το σηµείο, είχανε µία 

µονάχα παράµετρο, τον µέσο ή την διακύµανση του πληθυσµού. Τα περισσότερα 

στατιστικά προβλήµατα περιλαµβάνουν στατιστικά µοντέλα τα οποία περιέχουν 

περισσότερες από µία άγνωστες παραµέτρους. Μπορεί να υπάρξει η περίπτωση όπου 

µονάχα µία από τις παραµέτρους να έχει ενδιαφέρον, αλλά συνήθως θα υπάρχουν και 

άλλες παράµετροι των οποίων οι τιµές θα είναι άγνωστες. 

Η µέθοδος ανάλυσης των πολυπαραµετρικών προβληµάτων στην Μπευζιανή 

στατιστική είναι πολύ πιο άµεση (τουλάχιστον ως προς τις αρχές της), σε σχέση µε 

αυτήν που χρησιµοποιείται στην κλασική στατιστική. Ωστόσο, δεν είναι απαραίτητη 

καµία επιπλέον γνώση εκτός από όσα έχουµε αναφέρει µέχρι στιγµής, για την 

κατανόηση της συγκεκριµένης µεθόδου. Στην περίπτωση των πολυπαραµετρικών 

προβληµάτων, έχουµε ένα διάνυσµα θ=(θ1,…,θd) από παραµέτρους για το οποίο 

θέλουµε να εξάγουµε κάποια συµπεράσµατα. Καθορίζουµε µία a-priori 

(πολυµεταβλητή) κατανοµή f(θ) για το διάνυσµα θ, και συνδυαζόµενο µε την 

πιθανοφάνεια f(x|θ) µέσω του θεωρήµατος του Bayes, παίρνουµε όπως και 

προηγουµένως: 

 

 Φυσικά, η a-posteriori κατανοµή θα είναι και αυτή τώρα µία πολυµεταβλητή 

κατανοµή. Ωστόσο, η απλότητα της Μπευζιανής προσέγγισης τώρα, σηµαίνει ότι η 

συµπερασµατολογία για οποιαδήποτε υποοµάδα παραµέτρων του διανύσµατος θ 

µπορεί να υπολογιστεί άµεσα µε υπολογισµούς πιθανοτήτων στην µεταβλητή 

κατανοµή. Για παράδειγµα, η περιθώρια a-posteriori κατανοµή για το θ1 µπορεί 

εύκολα να υπολογιστεί ολοκληρώνοντας ως προς όλες τις άλλες παραµέτρους του 

διανύσµατος θ.  

∫
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Παρόλο που δεν χρειάζεται καινούργια θεωρία για να γενικευτεί το πρόβληµα στις d-

διαστάσεις, µία σειρά από πρακτικά προβλήµατα δηµιουργούνται: 

 

1. Καθορισµός των a-priori Κατανοµών (A-priori Specification).   Οι 

a-priori κατανοµές τώρα είναι πολυδιάστατες κατανοµές. Αυτό 

σηµαίνει ότι ο καθορισµός των a-priori κατανοµών πρέπει να 

αντιπροσωπεύει τις a-priori πεποιθήσεις µας όχι απλά για κάθε µία 

παράµετρο ξεχωριστά, αλλά θα πρέπει να αντιπροσωπεύει και τις 

πεποιθήσεις µας σχετικά µε την ανεξαρτησία ανάµεσα σε 

διαφορετικούς συνδυασµούς παραµέτρων (εάν µία παράµετρος 

θεωρηθεί µεγάλη, είναι δυνατόν κάποια άλλη παράµετρος να θεωρηθεί 

µικρή;). Η επιλογή κατάλληλων οικογενειών από a-priori κατανοµές 

και ο συνοψισµός των a-priori πληροφοριών των ειδικών µε αυτόν τον 

τρόπο, είναι αισθητά πιο πολύπλοκο πρόβληµα. 

2. Υπολογισµός. Ακόµα και στα προβλήµατα της µίας-διάστασης, είδαµε 

την χρησιµότητα των συζυγών οικογενειών κατανοµών στην 

απλούστευση της a-posteriori ανάλυσης µέσα από το θεώρηµα του 

Bayes. Με τα πολυδιάστατα προβλήµατα, τα ολοκληρώµατα γίνονται 

ακόµα δυσκολότερα για υπολογισµό. Αυτό κάνει την χρήση των 

συζυγών a-priori ακόµα πιο απαραίτητη, και φανερώνει την ανάγκη 

για υπολογιστικές τεχνικές, µε σκοπό να βγάλουµε συµπεράσµατα για 

το πότε η χρήση των συζυγών κατανοµών είναι κατάλληλη και πότε 

είναι ακατάλληλη. 

3. Ερµηνεία.  Ολόκληρη η a-posteriori συµπερασµατολογία, 

περιλαµβάνεται στην a-posteriori κατανοµή, η οποία έχει τόσες 

διαστάσεις όσες και η παράµετρος θ. Η δοµή της a-posteriori 

κατανοµής µπορεί να είναι ιδιαίτερα πολύπλοκη, και µπορεί να απαιτεί 

συγκεκριµένη υποδοµή (για παράδειγµα έναν υπολογιστή µε 

δυνατότητες παροχής καλών γραφικών) για να µπορέσει να δοθεί 

έµφαση στις πιο σηµαντικές σχέσεις τις οποίες περιλαµβάνει. 

 

Παρόλα τα πρακτικά προβλήµατα, είναι πολύ σηµαντικό να τονίσουµε το 

γεγονός για µία ακόµα φορά, ότι για τα πολυπαραµετρικά προβλήµατα 

χρησιµοποιείται η ίδια θεωρία όπως και για τα προβλήµατα µίας διάστασης. Το 



Συµπερασµατολογία κατά Bayes    44 

πλαίσιο της Μπευζιανής θεωρίας τονίζει ότι όλα τα συµπεράσµατα πηγάζουν από 

τους βασικούς κανόνες των πιθανοτήτων. 

 

 

4.1 Παραδείγµατα 

 

 Παράδειγµα 4.1  Ας υποθέσουµε ότι ένα µηχάνηµα µπορεί να χαρακτηριστεί 

είτε ως ικανοποιητικό (x=1) είτε ως µη ικανοποιητικό (x=2). Η πιθανότητα το 

µηχάνηµα να χαρακτηριστεί ικανοποιητικό εξαρτάται από την θερµοκρασία 

δωµατίου (θ1=0:κρύο, θ1=1:ζεστό) και την υγρασία (θ2=0:ξηρότητα, θ2=1: υγρασία). 

Οι πιθανότητες όταν x=1 δίνονται στον Πίνακα 4.1. Επιπλέον, η από κοινού a-priori 

κατανοµή των (θ1, θ2), δίνεται στον Πίνακα 4.2. 

  

  Pr(x=1| θ1, θ2)  θ1=0  θ1=1 

  θ2=0   0,6  0,8 

  θ2=1   0,7  0,6 

 
Πίνακας 4.1 

 

 

  Pr(θ1, θ2)  θ1=0  θ1=1 

  θ2=0   0,3  0,2 

  θ2=1   0,2  0,3 

 

 
Πίνακας 4.2 

 

 

Η από κοινού a-posteriori κατανοµή µπορεί να υπολογιστεί όπως στον Πίνακα 4.3.  
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        θ1=0  θ1=1 

  Pr(x=1| θ1, θ2)× Pr(θ1, θ2)  θ2=0 0,18  0,16 

       θ2=1 0,14  0,18 

  Pr(θ1, θ2|x=1)    θ2=0 18/66  16/66 

       θ2=1 14/66  18/66 

 
Πίνακας 4.3 

 

Όµως, εάν αθροίσουµε κατά µήκος τις περιθώριες, τότε θα έχουµε τις περιθώριες a-

posteriori κατανοµές:  

 

  Pr(θ1=0)=32/66  Pr(θ1=1)=34/66 

και 

  Pr(θ2=0)=34/66  Pr(θ2=1)=32/66. 

 

 

 Παράδειγµα 4.2  Ας υποθέσουµε ότι Υ1~Ρο(αβ) και Υ2~Ρο((1-α)β) µε τις Υ1 και 

Υ2 να είναι ανεξάρτητες και τα α,β να δίνονται. Τώρα, ας υποθέσουµε ότι οι a-priori  

πληροφορίες µας για τα α και β µπορούν να εκφραστούν ως: α~Βe(p,q) και 

β~Ga(p+q,1) µε α,β ανεξάρτητα και p,q προκαθορισµένες παραµέτρους. (Σηµειώστε 

ότι ο καθορισµός της a-priori ανεξαρτησίας, είναι ένα πολύ σηµαντικό µέρος του a-

priori καθορισµού των a-priori). Έτσι έχουµε την ακόλουθη πιθανοφάνεια: 

 

και η a-priori 

 

Με βάση το θεώρηµα του Bayes θα είναι: 
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Αυτή είναι η από κοινού κατανοµή για τα α και β η οποία περιλαµβάνει όλη την 

πληροφορία από την a-priori κατανοµή και τα δεδοµένα µας. Σε αυτήν την ειδική 

περίπτωση, η a-posteriori κατανοµή παραγοντοποιείται σε συναρτήσεις των α και β. 

Οι περιθώριες a-posteriori κατανοµές δίνονται από τους τύπους 

 

Από τις περιθώριες προκύπτει ότι η α|Y1,Y2~Be(Y1+p, Y2+q) και 

β|Y1,Y2~Ga(Y1+Y2+p+q,2). 

 

 

 Παράδειγµα 4.3  (Κανονικός µέσος, άγνωστη διακύµανση)  Έστω Χ1,…,Χn 

ανεξάρτητες τυχαίες µεταβλητές από κανονική κατανοµή Ν(θ,φ), όπου και ο µέσος 

και η διακύµανση (µ,φ) αντίστοιχα, είναι άγνωστα.  

 

Τότε: 

: 

 

η οποία δίνει αντίστοιχη συνάρτηση πιθανοφάνειας: 
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Τώρα είναι δυνατόν να κάνουµε µία πλήρη συζυγή ανάλυση στο µοντέλο αυτό, 

χρησιµοποιώντας µία συζυγή a-priori κατανοµή η οποία είναι γνωστή ως: Κανονική-

Χ² κατανοµή. Οι αλγεβρικοί µετασχηµατισµοί είναι σχετικά πολύπλοκοι, και για αυτό 

θα εξετάσουµε την πιο απλή από τις περιπτώσεις όπου η αναφορά a-priori αντιστοιχεί 

στην a-priori άγνοια µας. 

 

Συγκεκριµένα έχουµε:     .0,1),(p φθ
φ

φθ <∞<<∞−∝  

Αυτή όµως είναι µία ακατάλληλη a-priori από την στιγµή που το ολοκλήρωµα 

αποτυγχάνει στον υπολογισµό. Τώρα, απλά χρησιµοποιώντας αυτήν την a-priori µέσα 

από το θεώρηµα του Bayes παίρνουµε: 

  

Ας προσέξουµε ότι από την στιγµή που δεν µπορούµε να παραγοντοποιήσουµε τηη 

παραπάνω παράσταση, οι a-posteriori περιθώριες κατανοµές του θ και του φ δεν είναι 

ανεξάρτητες. Μπορούν να υπολογιστούν ως εξής. Για να απλουστεύσουµε τον τύπο 

µας θα θέσουµε: 

Τότε θα είναι: 
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Αλλάζοντας τις µεταβλητές σε u=A/(2φ), θα έχουµε: 

 

Έτσι έχουµε: .})θx(nS{A)x|θ(p 2/n222/n −− −+=∝  

Αυτή δεν είναι η συνηθισµένη µορφή, αλλά αν θέσουµε: 

1n
Ssπουό

n/s
xθt

2
2

−
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−
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τότε: 

 

Αυτή είναι η συνάρτηση πυκνότητας πιθανότητας της t-κατανοµής µε n-1 βαθµούς 

ελευθερίας.  
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Κάνοντας µία περίληψη των όσων αναφέραµε µέχρι εδώ, για ένα µοντέλο που 

ακολουθεί Κανονική κατανοµή µε άγνωστο µέσο και διακύµανση, λαµβάνοντας την 

a-priori :έ,/1),(p χουµεφφθ ∝  

 

4.2 Ασκήσεις 
 

Άσκηση 4.1 Η ποιότητα ενός ηλεκτρικού λαµπτήρα µπορεί να χαρακτηριστεί ως 

άριστη (x=1), ικανοποιητική (x=2) ή κακή (x=3). Η πιθανότητα ο ηλεκτρικός 

λαµπτήρας να ανήκει σε µία από τις παραπάνω κατηγορίες εξαρτάται από το 

εργοστάσιο κατασκευής του (θ1=0: εργοστάσιο Α, θ1=1: εργοστάσιο Β) και από τον 

τύπο του µηχανήµατος που τους παράγει (θ2=0: µηχάνηµα 1, θ2=1: µηχάνηµα 2 και 

θ2=2: µηχάνηµα 3). Οι πιθανότητες για x=3 δίνονται στον Πίνακα 4.4. Επιπλέον, η 

από κοινού a-priori κατανοµή των (θ1,θ2) δίνεται στον Πίνακα 4.5. Βρείτε την από 

κοινού a-posteriori κατανοµή του θ1,θ2|x=3 και κάθε µία από τις περιθώριες 

κατανοµές. Έχοντας παρατηρήσει την περίπτωση x=3 είσαστε σε θέση να πείτε ποιός 

συνδυασµός εργοστασίου/µηχανήµατος είναι ο πιο πιθανός να έχει παράγει τον 

λαµπτήρα;  
   Pr(x=3|θ1,θ2)  θ1=0  θ1=1 

   θ2=0   0,2  0,3 

   θ2=1   0,4  0,1 

   θ2=2   0,5  0,2 

 

Πίνακας 4.4 Υπό συνθήκη Πιθανότητες όταν x=3 

 
   Pr(x=3|θ1,θ2)  θ1=0  θ1=1 

   θ2=0   0,1          0,2 

   θ2=1   0,2  0,3 

   θ2=2   0,1  0,1 

 

Πίνακας 4.5 A-priori πιθανότητες των συνδυασµών µηχανήµατος/εργοστασίου 
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Άσκηση 4.2  Ένα τυχαίο δείγµα x1,x2,…,xn συλλέγεται από µία κανονική κατανοµή 

Ν(µ,τ-1), όπου τα µ και τ είναι άγνωστα και δεν έχουµε καθόλου a-priori πληροφορία 

για αυτά. Αποδείξτε ότι a-posteriori τα τκαιµ 2s)1n(s/)x(n −−  έχουν 

περιθώριες κατανοµές tn-1 και 2
1nX −  αντίστοιχα. Τα x  και s2 δίνονται από τις σχέσεις 
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(��������, $�� ��� ��#���#� θ ��( ��� ��+����#��% (� �� �#���� ��� ���#���

��������� 2�#'�(� ��!!�� �#���$$����� ���� ���#�� ��������% �!! � )���" ��#�

���#������ ���� ��!(�� "�� 34567� 8���#������� ���+��"�&����  �� �� $�� ���

�($"�"#����� �# )!��� (�#'�� 00)�!�����11 �� ���� *)�� "����� "#���#��� ��(
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�+�$���� ��� !&�� �(���


� )���" ����'��� ��( ������&���� $�� �� "����"�(����� ��� �# )!��� �� �����

��



���������� ���	
����������� ��

����� �� �" !�(��;

�� < ��#����#�" � '.#��Θ% � ������ ��#��'��  !�� ��� ������� ����� ��� ��#����#�(

θ *��� �#�$����"� ���� ��� ������ +�� $��#���(��, $�� ��� ����� ��+����# �����

�� !)�(�� "���� �� �����

�� =�� �&��!�A% �� +(����� ���#$����>�#/��� *4?@ABC7, a% �� ������ ����� +���������

��� ���� �� ����� �� !)�� ��� �� �����

�� 9�� ��������� ��	
��� *DB77 EFC?@ABC,% L(θ, a) : Θ ×A → �% ��( �"�#���

��� ��.!��� ��( �'�(��  ��� ���!�$�(�� ��� �#/� a% ��� ���$�� ��( � �#�$����"�

���� ��� �$�.���( ��#����#�( ����� θ�

-�������; G��� ���# �� �&��!� Θ "�� A ���#�� �� ����� +��"#�� � �(��'�%

����#������ � ���#�� -'���" �� �� �(�#���� ��.!���� ���#�� �� �#�� "��

�#����"�� ����� (��+�!.������  ��!�� ��# ��.!���� �#"���� �($$#����� *H6I

JKBB@*���	,% 36KL6K*����, "���, '#���������&� �� �(�#���� '#���� ����� *M@ANA@5

EFC?@ABC, ���� ��� �(�#����� ��.!����% � ����� ���#�� �� ���#���� �� −L(θ, a)% "��

�(������� ��!& �('� ���� ��"�����"� ���#���

O#�� �#�'�#���(��  ��� ��� !�P� ������+����� �� ����� �'�(�� ��� +�����

��� �� �����!���� �� � ���#����� X% �� ����� �#��#'���� �� ��� "������� f(X|θ,�

������ � � ������ �Θ� A� L(θ, a)� �����
���
�� �	� ��� ������ 	��������� X� �

�	��� 	�����
��� �	� ��� �������� f(X|θ�� �	�� θ ∈ Θ 
���� � ������� ���� ���

	��������� 	�� ��� 
�������
�� ������� ��� ������������ ����
��� �������  !

='����� !��� � ��#���#���� X = x% "�!�&��� �� �#� ��� �� ���� $�� ���

���#$���% a% ���� ����� �� �#�).� �� �� X �(�)�!���(�� �� +��$����" '.#�  !��

��� �����.� �����!������ ��( ���#����� � �� �#���(��;

������ � ������ ������� �"#$%&%'( )*+#� ��� ��������� δ(x) : X → A� � �	���

��� �	��
���,
� 	��� 
����
�� δ(x) ∈ A -� 
	��.� ���� 	������/ X = x� ��

�	���
��� ��� ������� 	
��������!

< �# ��� �#����& ��( "�� �� �� ����� ����� �����#�������" �% �� ��� ������

��� $��#���(�� �� ���� �"#�).� ���#$��� �� �#�)�&��  ��� ��#���#���(�� ���
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����������� ��

�($"�"#����� �����!���� ��( ���#������ Q�� ��� ! $� �(� �� �(��#������ δ(x) ����

)�)!��$#���� *$�� ��#+��$�� R6KLF7BC*����,, �('� �����#����� �� 00��I�('������������

"�� ��� �� �����11 *CBCIK4CSBTA76S S6?A7ABC KFN67,� U� �(�)�!���(�� ��D @� �&��!�

 !�� ��� +(���.� "�� ��� �� ����� δ(x)� V����� ����� �#�!�$�� �� ��� ���#��

���$����% �� �&��!�D +�� ����� ������ !!� �� ��� �&��!� +����#���".� 0��#���$�".�1�

G��� ����!��)�� ����� �&"�!�% "&#��� �"�� � ��� ����� �� ��������(�� �"���� ��

��#���$�"� � ����� �� �'�� �� �!'���� +(��� " ����� 8���+�  ��� � �(�#����

��.!���� L(θ%δ(x), ����� �('��� ��� ����% �#�"������( �� �($"#���(�� +����#���"��

��#���$�"�� �� '#�����������(�� ��� ���� ��.!���� <+�$�&����� !��� � ���(�

�" !�(��(� �#����&� �(��#������ "��+&��(;

������ � 0������
 �� �
������ ������� �1)#2*#(3%&3 4%&5� 
��� �
������� ������

�	����
�� δ� �� ��������� FR( . , δ) : Θ → �� � �	��� 
�����
� �� ���� �����
���
���

�	/
�� �� 	��� ��� 	�-������
�� f(x|θ)6

FR(θ, δ(x)) = E
X|θ [L(θ, δ(x))] =

∫
L(θ, δ(x))f(x|θ)dx

W !�/� 0"!���" �1 ���� ��#���� �#��� ��#������� ���� "!���"� �#���$$���

��� -�������"� *$�1 �(� �� ! $� !!���� � ���� ���� �'�� !����� �� �#�� ��� �(�#����

������������,� 9� )��  ��� ��� "�� 34567 �#���$$���% � $����� ��#���#��

θ �� �"�!�(��� ��� XKABK "������� π*θ,� ='����� ��#���#���� �� �����!���� ��(

���#����� f(x|θ, �� ��.#��� ��( 34567 ��� �/����!���� ��� 4IXB7@6KABKA "�������

p(θ|x) � ����� �� $���� ��#�!��)���  !� �� +(���� �!�#���#�� $�� ��� $�����

��#���#� θ� 9� )�� ��� "�� 34567 �#���$$��� !��� �;

������ � 0������
 �� �� � � !��"� � ������� �7'&3#)%') 4%&5� 
��� �
�������

������ �	����
�� δ ��� ���� ����
�������� 8)%') ��������� π�θ�� �� ���������

PR(π�θ��δ(.)) : X → �� � �	��� 
�����
� �� ���� �����
���
��� 9:8'&3#)%')% �	/
��6

PR(π(θ), δ(x)) = Eθ|X [L(θ, δ(x))] =

∫
L(θ, δ(x))p(θ|x)dθ

W�&$"#��� +&� "�� ��� �� ����� δ1(.) "�� δ2(.) $�� �� ����� ����� �#���� ��#��

*"���.� ����� �" ��� +&� �'�� �� ��"# ��#� #��"�,% ���#�� �� $���� ���� ��� �(��#������

"��+&��� ��( +.���� ���(� +&� ��!�(����(� �#����&��

=��� �� )�� ��� "!���"� �#���$$��� �� θ Y θ1 � �� � δ1(.) ����� �#���� ��#�

��� δ2(.) �� ���; FR(θ1, δ1(x)) ≤ FR(θ1, δ2(x))� Z(��" �� (�#'�� "�� ��� �� �����



���������� ���	
����������� ��

δ∗(.)% � ������ ����� ���� ��#�� �#���� ��#�� �� "�� !!� "�� �� δ(.)% "���.�;

FR(θ, δ∗(x)) ≤ FR(θ, δ(x))% ∀ θ ∈ Θ "�� ∀ δ(.) ∈ D � �� � "�� ��� δ∗(.) ���"�!�����

��������� *4STA77A[N6,�

�� ��� !!� �!�(# )�� ��� "�� 34567 �#���$$����  ��� ��#���#�&�� ��

X = x � �� � δ1(.) ����� �#���� ��#� ��� δ2(.) �� ���; PR(π*θ,%δ1(.)) ≤ PR(π*θ,%δ2(.))

-' !��; �/���� ��� ������ �(� �� �'�!���(�� ��� �# �� �� ��� ����� ��

+&� �#���$$����� 0�/��!�$�&�1 +����#���"�&� "�� ��� �� ������ �� ��� �!�(#

��� "!���"�� ��������"�� �#�"������( �� (��!�$���(�� �� �(�#���� "��+&��( ����

�� ����� ����� ���#������ �� $��#���(�� ��� ���� ��( θ *\,� �� ��� �!�(# ���

"�� 34567 �#���$$���� ���������� �� �����!���� ��( �('���( ���#����� x�

V��������" ����!��)�� �����  �� ���� ��#�+�"� � "�� ��� �� ����� �#����

�� ����� *����, � "�!&��#�� ��  !�� ��� +(����� ��#���.���� *"�!&��#�� $��  !� ��

+(��� θ ∈ Θ� ]�� ������  ��� �(�)����� �(����� � ��� �� ���#������ �#�)!������


� �!��� ����� *"�� $�� ��� +&� +����#���"�� �#���$$�����, �����  �� ���� "�� ���

�� ����� �� �'�� ��"# ��#� ���� ��� �(�#����� "��+&��( *�($"#�� ����� �� "�����

!!� "�� �� �� �����, $�� "����� ����� ��( ��+��( �#����& "�� ��$�!&��#� $��

"����� !!���

8���� ���#������ !��� � �� �#���(�� "���� "#���#�� "����/�� ��� "�� ���

�� �����% �� )�� �� ����� �� ���#�&�� �� �/��!�$�&�� +����#���"�&� "�� ���

�� �����% ���/�#����� θ *$�� ��� "!���"� �#���$$���, "�� ���/�#����� x *$�� ���

"�� 34567 �#���$$���,� U� �#���(�� +&� ������ "#���#��; ��� "��+(�� "�� 34567

"�� �� "#���#�� ^ACAT4_�

����� �������	 
�� �����

�� "�� �� )�� ��� "!���"� �#���$$��� � $����� ��#���#�� +�� �"�!�(��� "�������%

�#�"������( �� "������� +(���� � �&$"#��� +����#���".� ��������% �� "!���"��

��������"�� �#���(� ��� �(�#���� π*θ,% ��� �����.� ���.� ��� �$�.���( ��#����#�(

θ � =���;

������ # 0������
 �� ������� ���� ;9<#& BR(π(θ), δ(x)) ��� ��� ������ �	������

δ(.) �
 =��� ��� �������� π�θ�� ��� ���� �����
���
��� ������ �������6

BR(π(θ), δ(x)) = Eθ [FR(θ, δ(x))] =

∫
FR(θ, δ(x))π(θ)dθ
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$%��� & 0 �������� ���� ;9<#& BR(π(θ), δ(x)) 
���� � ����� �����
���
���� 
� ���

������� �������� �� 	��� ��� ��:�
��
����� �������� ��� X6

BR(π(θ), δ(x)) = EX [PR(π(θ), δ(x))] =

∫
PR(π(θ), δ(x))f(x)dx

������'�(

BR(π(θ), δ(x)) = Eθ [FR(θ, δ(x))]

= Eθ

[
E

X|θ [L(θ, δ(x))]
]

= Eθ

[∫
X

L(θ, δ(x))f(x|θ)dx

]

=

∫
Θ

[∫
X

L(θ, δ(x))f(x|θ)dx

]
π(θ)dθ

=

∫
Θ

∫
X

L(θ, δ(x))f(x|θ)π(θ)dxdθ

=

∫
Θ

∫
X

L(θ, δ(x))f(x,θ)dxdθ

=

∫
X

∫
Θ

L(θ, δ(x))p(θ|x)f(x)dθdx

=

∫
X

[∫
Θ

L(θ, δ(x))p(θ|x)dθ

]
f(x)dx

=

∫
X

[
Eθ|X [L(θ, δ(x))]

]
f(x)dx

=

∫
X

PR(π(θ), δ(x))f(x)dx

W �!!�$� ��� ���# �!�"!�#���� *7 �� ����, "��������� +(���� "�� �� *'�!�#��,

(�������� ��( ���#������ RF[ACA *`aFCL *����,,

O�#���#�&�� !��� �  �� � "��+(��� "�� 34567 "�� "���� �# �� 0��������1 ���

+&� +����#���"�� �#���$$����� �(���"�.������  !� ��� �!�#���#�� ��( �'�(�� $��

�� " ���� �� � "�� �� �� ����� �� ���� �#��� *��� BR(π(θ), δ(x)),� b�� !��� �

��( "�� 34567 "��+&��( "#���#��( �� �#���� �� ���!�$�(�� ��� "�� �� �� �����% �

������ ��� �!�'����������

������ ) 0 ������� δπ(.)� � �	���� 
������	��
� ��� 	������� BR(π(θ), δ(x))�

�����6

δπ(.) = min
δ∈D

BR(π(θ), δ(x))

�	���
���� ������ ��� *+,-. �;9<#& )*+#�� �� 	��� ��� 8)%') π(θ)!



���������� ���	
����������� ��

�/���� ��� ������ �(� �� �����#�(��  �� ����� +(��� � � "�� ��� ��( 34567

���� �� ��� (�#'��% ���� �� ��� ����� ����+�" � * ��� ���#�� �� �(�)�� �� �� �!'����

���� ������+����� �#�$����"�� �(�#�����,�

����� ������	 �������


� "#���#�� TACAT4_ ��#�#'�� ��(� "�� ��� �� ����� δ(.) )�� ��( '��# ��#�( " ���(�

��( ���#�&� �� ��� �#�"�!���(�� =��� )�� �(��& ��( "#���#��(% ����/& ���

"�� ��� �� ����� δ1(.) "�� δ2(.) �#���� ��#�� ����� � δ1(.) ��; supθ FR(θ, δ1(x)) <

supθ FR(θ, δ2(x))� ='�(�� !��� �;

������ / 0 ������� �	������ δ∗(.) ��
���� ������ 01210+3 
��6

sup
θ∈Θ

FR(θ, δ∗(.)) = inf
δ∈D

[
sup
θ∈Θ

FR(θ, δ(.))

]

�� ���� ��#���� �#��� ����"��������(�� �� inf �� min "�� �� sup �� max � ��

"���!�)����(�� ��� �#��"(P� ��  ���� TACAT4_�

-�� ������ �(� �� +�&�� ��� ���#� ������ �� ���#��� ��( ��� �'�(� ����'�!����

���� �#/��

�������4�� #5�

=��� ��#��� ��� +�� ���� ($����% P'��� $�� ���� �# �� ��)�!�����& ���� �����

���������% � �����  ��� �#�"�!�� ��)�#�� ���(���� ���� �#$����" '.#�� <�

�#�(��� ��( �$���� $�� �� ���� �(� % �+��/��  �� �� �	c ��( �!��(���& ����� �+�

"�� �� ��)�# "��+(��% �!! �� ���� �� ����� ���#�&� �� +��/�(� � �� �(!����

����� "����� ���� �������� �(��% ����'���(� �#� ��!& $�� �� '#�����������&� ���

�&��!� ��( �!��(���&� =�� ��! +�#����" ���� +����(#$���"�% �!! +�� �����

����!.� �/� ������ <� ����� ����� ����+#���� ��������� ���� �" !�(�� ����"��

WOd� -<b�eW

�f
dVe�-W �f
dVe�-W

8g8d �f<-d� 	��� 	���

V8f 8g8d �f<-d� 	��� 	���
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='�� �"�������  �� � ��������'� ����)� ��� '������ ���#����#.� �� ��� ����('��

�� ��)�!���(� ��� �(!��� ���� ����� �	% �� ��#��� " ���� ��( ��)�!�����& �� �

�� ��( ��( +�� �� '#������� ����� �% "�� +�� (�#'�� " ���� ���� ��#������ ��(

��)�!������ ��� �(!��� ����% � ����($'��� �� ��)�!������ ��� ���� ��( +��

����� �(!��� ���� �������� �(��� O��� ��!���"� �� �#���� �� �"�!�(����(�� �'���"

�� ��� ��)�!���� �  '� ��( �!��(���&h

$6��(�� /�"�����(�� �#������� ��� ��������" �# )!��� �� ������ < ��#����#�" �

'.#�� �#������ �� Θ = {θ1, θ2}%  ��( θ1 �"�#��� ��� ��#������ ������� "�� θ2 ���

�!!��P� �������� <� 4IXKABKA ����� ����� ��� +&� +����#���".� "��������� ��(

��#����#�"�& '.#�( �'�(� (��!�$����� "�� �����; π(θ1) = 0.6 "�� π(θ2) = 0.4� <�

+(����� ���#$���� ����� a1Y��)�!��� "�� a2Y+�� ��)�!���% #� A = {a1, a2}� W

�(�#���� ��.!���� L(θ, a) �'�� (��!�$�����;

L(θ, a) a1 a2

θ1 � 	

θ2 	 �	

O#��  ��� ���������(�� $�� ��� �� �� �#�)�&�� �� ��)�!���� �  '� �� �����!������

�� � +�#����"�& ���� ��� ����� +��������� �� ������(�� x1 ��� ��#������ ���

����� ����+#���� "�� x2 ��� ��)�#�� ����+#���� ��� +�#����" ���� � �� �'�(��

X = {x1, x2} "�� � +����(����� ����� ����� ��( ���#����� +������� �� ;

f(x|θ) x1 x2

θ1 	��� 	���

θ2 	��� 	���


� �&��!�  !�� ��� +(���.� ��������% δ(x) : X → A% ��� �($"�"#����� �# )!���

�����% D = {δ1, δ2, δ3, δ4}%  ��(;
δ1(x1) = a1% δ1(x2) = a1 �$���&�� �� ���� "�� ��)�!���(��  !�(�

δ2(x1) = a1% δ2(x2) = a2 ��)�!���(�� � ���  ��(� �'�(� ���� ����+#��� ��� ����

δ3(x1) = a2% δ3(x2) = a1 ��)�!���(�� � ���  ��(� �'�(� ��)�#� ����+#��� ��� ����

δ4(x1) = a2% δ4(x2) = a2 �$���&�� �� ���� "�� +�� ��)�!���(�� "������

O#���� !��� � �� )#�&�� ����� ����� � �#���� ��#�� "�� ��� �� ����� δi(x)% "���.�

���� �� ��� �#������#������ � ��!���"�� �'�� �� ��"# ��#� ������ ���� " �����
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����������� ��

�
����� �������( FR( . , δi(x)) : Θ → �� Q�� ��� "�� �� �� ����� δ1(x) �'�(��;

FR(θ1, δ1(x)) = Ex|θ1 [L(θ1, δ1(x))] =
2∑

i=1

L(θ1, δ1(xi))f(xi|θ1)

= L(θ1, δ1(x1))f(x1|θ1) + L(θ1, δ1(x2))f(x2|θ1)

= 8 × .65 + 8 × .35 = 8

"��

FR(θ2, δ1(x)) = Ex|θ2 [L(θ2, δ1(x))] =
2∑

i=1

L(θ2, δ1(xi))f(xi|θ2)

= L(θ2, δ1(x1))f(x1|θ2) + L(θ2, δ1(x2))f(x2|θ2)

= 0 × .25 + 0 × .75 = 0

<����� ���#�&�� �� (��!�$���(�� ��� ������ ���� "!���" "��+(�� "�� $�� ��� !!��

�#��� ��!���"��� ='�(�� !��� �;

FR(θi, δj(x)) δ1(x) δ2(x) δ3(x) δ4(x)

θ = θ1 � ��� ��� 	

θ = θ2 	 �� � �	

�� ��� ��#���� ����"� �#�"&����  �� )�� "!���"�& "��+&��( +�� (�#'�� ��#�+�"��

*4STA77A[N6, ��!���"�% ���& �� θ = θ1 � )�!����� ��!���"� ����� � δ1(x)% ��.  ���

θ = θ2 )�!����� ����� � δ4(x)� 8� ��� +�� (�#'�� ��#�+�"� � "�� ��� �� �����

�#�"������( �� ���������(�� ���� ����� � ��� �(���#�(�� ��!���"� �� )#�&�� ����

��!���"� ����� "�� ��� ��( 34567 *"���.� ���� ��!���"� �!�'��������� ��� "��+(�� "��

34567,�

������� ���� *+,-.; V�������  �� π(θ1) = 0.6 "�� π(θ2) = 0.4 �'�(��;

BR(π(θ), δ1(x)) Y Eθ[FR(θ, δ1(x))] Y
∑2

i=1 FR(θi, δ1(x))π(θi)

Y � × 	�� i 	 × 	�� Y ���

BR(π(θ), δ2(x)) Y ��� × 	�� i �� × 	�� Y ����

BR(π(θ), δ3(x)) Y ��� × 	�� i � × 	�� Y ����

BR(π(θ), δ4(x)) Y 	 × 	�� i �	 × 	�� Y �

O�#���#�&�� !��� �  �� �� �#�� ��� �($"�"#����� XKABK π(.) �'�(��;

min
δ∈D

BR(π(θ), δ(x)) = 3.68 = BR(π(θ), δ3(x))
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j#� � "�� ��� δ3(x) ����� � "�� ��� ��( 34567� 8������� )�� ��( "#���#��( ��(

00"�� 34567 "��+&��(11 �� �"�!�(����(�� ��� ��!���"� ��( �#���� � "�� ��� �� �����

δ3(x) *δ3(x1) = a2% δ3(x2) = a1, "�� �� ��)�!��� � ��� �"����(� �� ������ �'�(�

��)�#� ����+#��� ��� +�#����" �����

�� � � ���"� � �������( PR(π(θ), δi(x)) : X → �� �#'�" �#���� �� (��!�$���(��

��� 4IXB7@6KABKA "������� ��� ������������ �� �� ��.#��� ��( 34567 �'�(��;

p(θ1|x1) =
f(x1|θ1)π(θ1)

f(x1|θ1)π(θ1) + f(x1|θ2)π(θ2)
=

0.65 × 0.6

0.65 × 0.6 + 0.25 × 0.4
=

39

49

<����� (��!�$���(�� "�� ��� (� !����� 4IXB7@6KABKA ����� �����;

p(θ|x) θ1 θ2

x1 ��>�� �	>��

x2 ��>�� �	>��

=��� $�� ��� "�� �� �� ����� δ1(x) �'�(��;

PR(π(θ), δ1(x1)) = Eθ|X=x1 [L(θ, δ1(x1))] =
2∑

i=1

L(θi, δ1(x1))p(θi|x1)

= L(θ1, δ1(x1))p(θ1|x1) + L(θ2, δ1(x1))p(θ2|x1)

= 8 × 39

49
+ 0 × 10

49
=

312

49
"��

PR(π(θ), δ1(x2)) = Eθ|X=x2 [L(θ, δ1(x2))] =
2∑

i=1

L(θi, δ1(x2))p(θi|x2)

= L(θ1, δ1(x2))p(θ1|x2) + L(θ2, δ1(x2))p(θ2|x2)

= 8 × 21

51
+ 0 × 30

51
=

168

51

<����� (��!�$���(�� ��� ������ ���� �" ��� (���#�� "��+(�� "�� $�� ��� !!�� �#���

��!���"��;

PR(π(θ), δj(xi)) δ1(x) δ2(x) δ3(x) δ4(x)

xi = x1 ���>�� ���>�� �		>�� �		>��

xi = x2 ���>�� �		>�� ���>�� �		>��

�� ��� ��#���� ����"� ��#���#�&��  �� � "�� ��� �� ����� δ3(x) �!�'���������

��� �" ��� (���#�� "��+(�� ���� ��#�� �� �#��  !�� ��� ������� ����� ��( x ∈ X � 9�

!!� ! $�� � "�� ��� δ3(x) ����� "�� ��� ��( 34567� �(� ���� ������ ���� ���&



���������� ���	
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� "�� ��� ��( 34567 �#�"&���� �� ��� �!�'���������� ��( "��+&��( "�� 34567% �

������ )�� ��( k������� � ���#�� �� (��!�$����� ���� �� � ���� ���� ��( "!���"�&

"��+&��( �� )�� ��� "������� π(θ) * ��� ��� (��!�$����� ��#����, ���� �� �

���� ���� ��( �" ��� (���#�� "��+&��( �� )�� ��� "������� f(x)� Q�� ! $�(� ��!��

���!���(��� �� (��!�$���(�� ��� "��+(�� "�� 34567 '#��������.���� ��� �" ���

(���#�� "��+(�� $�� ��� "�� �� �� ����� δ3(x)� ���������� �� (��!�$���(�� ���

��#��.#���� ����� ����� f(x1) "�� f(x2)� ='�(��;

f(x1) =
2∑

i=1

f(x1|θi)π(θi) = 0.65 × 0.6 + 0.25 × 0.4 = 0.49

f(x2) = 1 − f(x1) = 0.51

j#� $�� ��� "�� �� �� ����� δ3(x) �'�(��;

BR(π(θ), δ3(x)) = Ex [PR(π(θ), δ3(x))] =
2∑

i=1

PR(π(θ), δ3(xi))f(xi)

=
200

49
× 0.49 +

168

51
× 0.51 = 3.68

 �� �"#�).� ��'��� "�� �� )�� ��� "!���"� �#���$$����

�7�
��( -�� ��#���� ��#+��$��% $�� "���# �"���+�(��"�&� ! $�(�% ���#� ����

 !�� ��� ��� +�(� ��� ������ �����&/��� ��� �($"�"#����� "��!���� -��� �#/�

 ��� �(� ��( �(�����&�� ����� �� �/��;

• �#'�" ���$��#���� ��� �# )!�� ���  !� �� ����'��� �� � ��������"�& �#�)!������

�� ����� *Θ% A% �(�#���� ��.!����% D "���!�,

• b#���� ��� 4IXB7@6KABKA "������� p(θ|x)

• <#���� ��� �(�#���� ��( �" ��� (���#�� "��+&��( PR(π(θ), δ(.)) : X → �

• V������� ��� +�+������ x% )#���� ��� "�� �� �� ����� δ(x)% � ������ �!�'���������

��� �" ��� (���#�� "��+(�� PR(π(θ), δ(.))� �(� � �� ����� � "�� ��� ��( 34567�

��� ��� ����� ���
�������������

��  !�  �� �'�(�� �����#�� ��� �.#� �#�"&����  �� � "�!&��#�� �# ��� �!�#�(�

��#�$#���� ��� �$�.���( ��#����#�( θ ���#�� �� �����('��� � ��� ���� ��� 4I

XB7@6KABKA "��������� �����!�� �������� � 4IXB7@6KABKA "������� ��� #��� 00��#�!�P�11
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���  !�� �(���#������!�$��� �'���" �� ��� ��#���#� ��( ��� ��+����#��� 9�

!!� ! $��% � +89:.;-<1:<1 p(θ|x) ����� � ������������
�4��� -� ��!!�� ��#���.����

 ��� ����� �('� ����(��� � ���#������ �� �(��P���(��  !� ��� �!�#���#�� �(��

�� "����� �# ��� -�� (� !���� �(��& ��( "���!���( �� �����&/�(�� ��� "�����

��� +�(� ��������"�� �(���#������!�$��� *������"� �"������% �"������ �� +������

"�� �!�$'�(� (��������, ��� �!����� ��� "�� 34567 �#���$$���� "�� (� �� �#����

��� ���#��� ���������

����� ������
� �
���� �

G��� ��!�� $�� �"������ �� ������% �(� �� ����� ����(��&�� �� "��(��% ����� ��

)#�&�� ��� 00"�!&��#�11 �"�����#�� $�� ��� $����� ��� ��#���#��

-��� "!���"� ��������"� �� ������"�� �"�������� ��� ��#����#�� ����� � !�$�"�

�(������ ��� �(���#������!�$���% ���& �'�(�� (�������  �� � ��#���#�� +�� �'��

"������� �!! !��)��� ��� �����#� *$����� �1 ���, ����% ��( �#������&�� ��

(��!�$���(��� -��� ������"�� �(��� �"�������� ���"!��� � �)�)�� ���� � �����

+����(#$�� �#"�� �#�)!������

�� ��� �!�(# ��� 9��(������ ���#��� �� �#.���� �� ����� �#�"&����% �����

��� �� ���.��(�� ��� �!�#���#�� ���� 4IXB7@6KABKA "�������% .��� �� �'�(�� ���

����+�"� #���� �"�����#��h -��� �#�$����" ����% � ������� ��� �#.���� �(� 

�/�#���� �� �� �� �"#�).� �����&��  ��� !��� #���� �"�����#��% "�� � "���#��� �

�(� � �+�$�� ���� ���!!�/� ��( �#'�"�& �#�)!������ �� ��� �# )!��� �� ������

='�(�� !��� � ��� �# )!��� �� ����� �� A = (−∞, +∞)� Q�� ��� !&�� ��(

�#�)!������ �(��& ���������� � "���#��� � "�� ���� �(�#����� ��.!���� L(θ, α)% �

����� �� ���# ��� 00�����11 ���  ��� �"����&�� ��� ��#���#� θ ���� ��( α� 2�#'��

��� �!��.#� �� �(��#������ ���!��.� ��� ������ �� ���#�&���� �� '#�����������(��%

"�� � �($"�"#����� ���!�$� $�� "�� �# )!��� �/�#���� �� �� ��#��' ���� ��(

�#�)!������ �(��&� <� ��� �(���������� �(��#������ ����� �� �/��;

• V�(��#�)���� -(�#���� ��.!���� *lF4SK4@A? mKKBK DB77,

L(θ, α) = (θ − α)2

• -(�#���� ��.!���� ���!&��( -�!����� *n[7BNF@6 mKKBK DB77,

L(θ, α) = |θ − α|
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• Q#����"� -(�#���� ��.!���� *DAC64K DB77,

L(θ, α) =

{
K0(α − θ)  ��� α > θ

K1(θ − α)  ��� α < θ

}
,  ��( K0 > 0 "�� K1 > 0 �����#��

• 0 − 1 -(�#���� ��.!���� *	I� DB77,

L(θ, α) =

{
0  ��� |α − θ| ≤ ε

1  ��� |α − θ| > ε

}
, �� ε > 0

-� "�� ��� �� ��� ��#���� ��#���.���� % �� ��� �!�'���������� ��� 4I

XB7@6KABKA ������ ����� ��.!����% ���#�&�� �� )#�&�� ��!�� ��#��� $�� ��(� "�� ���

�������� ��( 34567 % �� ������ ���#�&� �� ���#���&� �� �� ������"�� �"��������

$�� ��� ��#���#� θ $�� ��� �($"�"#����� ���!�$� ��� �(�#����� ��.!�����

=��������>��� ��������� ��	
���

W +�(��#�)���� �(�#���� ��.!���� '#�������������  ��� ����(��&�� � 00�����11

��( ���)!���� �� ��$�!.��� *�� ���#$��� ��� ���"!����� ��� ��� �#�$����"�

����, "��.� �����"#(� ����� �� ��� �#�$����"� ����� O# "����� $�� �(����#�"�

�(�#���� (� ��� ������  �� ����#�� (� I�"������ "�� (��#I�"������ �������

< "�� ��� ��( 34567 �� �#�"&P�� �� ��� �!�'���������� ��� �(��#������

��( �" ��� (���#�� "��+&��( *XB7@6KABK KA7o, �� �#�� α� O#���� !��� � �� )#�&�� ��

�!'���� *�� �#�� α, ��� �(��#������;

PR(π(θ), α) =

∫
L(θ, α)p(θ|x)dθ =

∫
(θ − α)2p(θ|x)dθ

='�(��;

∂

∂α
[PR(π(θ), α)] = 0 ⇒

∫
∂

∂α
(θ − α)2p(θ|x)dθ = 0

⇒
∫

2(θ − α)(−1)p(θ|x)dθ = 0

⇒ α

∫
p(θ|x)dθ =

∫
θp(θ|x)dθ

⇒ α = E[θ|x]

"��
∂2

∂α2
[PR(π(θ), α)] = 2

∫
p(θ|x)dθ = 2 > 0



���������� ���	
����������� ��

�� ����� ���)�)��.���  �� �� �"# ���� E[θ|x] ��( �#��"(P� �/��.������ ��� �#.��

��#$�$� �� �� ��+�� ����� �!'����� j#�  ��� '#���������&�� ��� +�(��#�)����

�(�#���� ��.!���� � "�� ��� ��( 34567 *"�� "�� �(������ � ������" � �"�������

��( �#������(��, ����� � �"�� ���% �� +89:.;-<1:<1 �������% E[θ|x]�

?������% ��������� ��	
���

W $#����"� �(�#���� ��.!���� �'�� �� "&#�� '�#�"��#����" ��  �� � 00�����11

�(/����� $#����" "��.� �����"#(� ����� �� ��� �#�$����"� ����� 8����� ����#��

(� I�"������ "�� (��#I�"������ +����#���" $�� K0 �= K1� -($"#�� ���� �� ���

+�(��#�)���� �(�#���� ��.!���� ����#�� ��#��� ��#� ��� 00��"#��11 ���"!����� "��

!�$ ��#� ��� 00��$!��11�

p� $���� � ���������� �� )#�&�� ��( �!�'������������ � �(�#���� ��( �" ���

(���#�� "��+&��(� ]�!�&�� q �� K1/(K0 + K1) ���������� ������ ��� 4IXB7@6KABKA

"��������% +�!�+�;
K1

K0 + K1

=

∫ q

−∞
p(θ|x)dθ

"�� �� (������(��% '�#�� )!)� ��� $���" �����%  �� α > q� 
 ��;

L(θ, q) − L(θ, α) =

⎧⎪⎪⎨
⎪⎪⎩

K0(q − α)  ��� θ ≤ q < α

K1(θ − q) + K0(θ − α)  ��� q < θ < α

K1(α − q)  ��� q < α < θ

⎫⎪⎪⎬
⎪⎪⎭

G��� ���� ��#������ ��( q < θ < α �'�(��;

K1(θ − q) + K0(θ − α) < K1θ − K1q < K1α − K1q = K1(α − q)

j#�;

L(θ, q) − L(θ, α) ≤
{

K0(q − α)  ��� θ ≤ q

K1(α − q)  ��� θ > q

}

-(���.� �'�(��;

E [L(θ, q) − L(θ, α)] ≤ K0(q − α)P (θ ≤ q|x) + K1(α − q)P (θ > q|x)

= K0(q − α)

(
K1

K0 + K1

)
+ K1(α − q)

(
1 − K1

K0 + K1

)
= 0

8������� ∀ α ∈ A �'�(�� E[L(θ, q)] ≤ E[L(θ, α)]� j#�  ��� '#���������&��

$#����"� �(�#���� ��.!����% � "�� ��� �� ����� δ(x) = q +�!�+� ��K1/(K0+K1)

���������� ������ �� +89:.;-<1:<1 �������% ����� � "�� ��� ��( 34567�



���������� ���	
����������� ��

��������� ��	
��� ���
6��� ���
����

W��#������ ��� �(�#����� ��.!���� �� !(��( ��!�����% ����� ��� ��+�"� ��#������

��� $#����"�� �(�#����� ��.!����  ��� K0 = K1 = 1� 8��#� ������ !��� � �(�

��( )#�"��� ��#���� �#�"&����  �� ���� ��#������ �(�� � "�� ��� ��( 34567 �����

� ������� @�� A5# ���������� ������B �� +89:.;-<1:<1 �������%�

A − � ��������� ��	
���

W �(�#���� ��.!���� 0 − 1 '#�������������  ��� ����(��&�� �� ��� ����#�&�� ���

00�����11 *�"#�)���� ε, �"������% ��. � ����� ��� 00!����������11 �"������� �� �����

�����#�% ���/�#����� ��$���(� ���"!������ W �(�#���� ��.!���� 0 − 1 �&"�!�

$���"�&���� �� 0 − K �(�#���� ��.!����%  ��( K ����"� �����#�

O#�"������( �� )#�&�� ��� "�� �� ��( 34567% ���������� �� )#�&�� ��( �!�'�����������

� �(�#���� ��( �" ��� (���#�� "��+&��( *�� �(�#���� ��( α,� ='�(��;

PR(π(θ), α) = Eθ|x[L(θ, α)] = p(|θ − α| > ε|x) = 1 − p(|θ − α| ≤ ε|x)

j#� ��������� �� )#�&�� ��� ���� ��( α $�� ��� ����� � ����� ���� p(|θ − α| ≤ ε|x)

��$������������� 8� "���#���(�� ��� +������ ��"�(� 2ε%  ��� $�� ��#+��$�� ��

+������ [α − ε, α + ε]% �� ����� �'�� ��� ��$���� +(���� ����� ����% � �� � "�� ���

��( 34567 �� ����� �� ���� ������ ��( +���������� *�� ��� ��$�!&��#� ����� ����,�

8��!�$����� ��� ε �#"�� ��"# % � +��+�"���� �� �+�$���� �� ���!�'��� �� ������"�

�"�����#�� *"�� ��� ��( 34567, � �����% @0:C-B �� +89:.;-<1:<1 �������% ���� "��

$�� �����# ε% �� +������ [TBS6− ε,TBS6+ ε] �'�� ��� ��$�!&��#� ����� ���� �� 

�����+����� !!� +�������

����
�D�

���"���!��.������ ��� "�� 34567 �#���$$��� ��� ������"� �"������ ���#�&�� ��

��&��  �� � ������"� �"������ ���� ��#����#�( ����� ��!.� ��� ����+�" ��������" 

�� ����� +�� ��#�!��)���  !� ��� �!�#���#�� ��� 4IXB7@6KABKA "��������� ]���#�������

��� ��� ���� �� � �"������ ���� �� ��� �(�#���� ��.!����% � ����+�!�$�� ���

���#��� �������� �+�$�� ���� "�!&��#�� ���!�$�� ��� ������".� �"�����.�� 8�+�" ��#�%

�� ��� �(��"�� *�(�����, ���!�$�� ��� �(��#������ ���!��.� �+�$�&� �� ��������'�(�

4IXB7@6KABKA ����(�% +�����(� � "�#(��� ��� ��(� �+���"�&� ������"�&� �"�������� ��



���������� ���	
����������� ��

"!����(�� �� "���� ��� ������"�� �"������� ��!��.���� ��� ��#+��$�� �(��#������

��.!���� ��( �(������� �('� ���� ��"�����"� ���#���

�������4�� #5�

=���  �� �'�(�� �('��� +��$�� x = {x1, x2, . . . , xn} �� ��� "������� f(xi|θ) ∼
Poisson(θ)� 8����� � 4IXKABKA �!�#�� #��� ��( �'�(�� $�� ��� ��#���#� θ �����

 �� π(θ) ∼ Gamma(c, d)� �� '#�����������(�� ��� Dqrms *Dqr64KImsXBC6C@A4N,

�(�#���� ��.!���� *t6NNC6K *����,,;

L(θ, α) = ek(α−θ) − k(α − θ) − 1

�� k ����"� �����#% ��� ������" �"������ �#�������� $�� ��� ��#���#� θh

$6��( ]���#'�� �� (��!�$���(�� ��� 4IXB7@6KABKA "������� p(θ|x)� 8���� �&"�!�

�� +�&��  ��;

f(xi|θ) ∼ Poisson(θ)

π(θ) ∼ Gamma(c, d)

}
⇒ p(θ|x) ∼ Gamma

(
c +

n∑
i=1

xi, d + n

)

8� �(��'��� �� )#�&�� ��� ���� ��( α $�� ��� ����� � �(�#���� ��( �" ��� (���#��

"��+&��( �!�'������������;

PR(π(θ), α) =

∫
L(θ, α)p(θ|x)dθ =

∫ [
ek(α−θ) − k(α − θ) − 1

]
p(θ|x)dθ

='�(��;

∂

∂α
[PR(π(θ), α)] = 0 ⇒

∫
∂

∂α

[
ek(α−θ) − k(α − θ) − 1

]
p(θ|x)dθ = 0

⇒
∫ [

kek(α−θ) − k
]
p(θ|x)dθ = 0

⇒ ekα

∫
e−kθp(θ|x)dθ =

∫
p(θ|x)dθ

⇒ e−kα = E
[
e−kθ|x

]
⇒ α = −

logE
[
e−kθ|x

]
k

"��
∂2

∂α2
[PR(π(θ), α)] =

∫
k2ek(α−θ)p(θ|x)dθ = k2ekαE

[
e−kθ|x

]
> 0

+� �� e−kθ ����� ��I�#����"� �(�#����� j#� �� ����" �"# ���� ��( )#�"��� ��#����

����� �!'����� �(� ��( ��������% ����� �� (��!�$���(�� ���E
[
e−kθ|x

]
���� ��#������



���������� ���	
����������� ��

��( � 4IXB7@6KABKA "������� p(θ|x) �����Gamma (c +
∑n

i=1 xi, d + n) ≡ Gamma(A,B);

E
[
e−kθ|x

]
=

∫ +∞

0

e−kθ BA

Γ(A)
θA−1e−Bθdθ =

BA

Γ(A)

∫ +∞

0

θA−1e−(B+k)θdθ =
BA

(B + k)A

j#� � �#����� ����� ������" � �"������� ��( θ *"�� ��� ��( 34567,  ��� '#���������&��

��� Dqrms �(�#���� ��.!���� �����;

δπ(x) = −
logE

[
e−kθ|x

]
k

=
(c +

∑n
i=1 xi) [log(d + n + k) − log(d + n)]

k

����� !
���� �  � "� ����

W �"������ �� +������ �'�� �� "&#�� �"�� �� ��� +.��� ��� +������ *��� �!���,

�����.� ���.� ��� �$�.���( ��#����#�( θ� < ! $�� &��#/�� ��(� �����  �� �� ������"��

�"������� +�� ���#�&� �� ���#���&� �� �"#�)���% "�� $�� �(� ����� �#���� ��#� ��

"����"�(��(�� ��� +������ ���� ��� ����� ����� ����� �� )#��"���� � ���� ���

��#����#�( ����

-��� "!���"� ��������"�% �"������ �� +������ $������ �� ��� '#��� ��� +���������

��������&���� 
� +��������� ��������&���  ���% +�� ����� �(�)�� �� ��� ��#����

��!������% �� �����!���� �� �'�(� �+� ��#�� �#������� 
� �# )!��� /�"���� �� 

��  �� ���� "!���"� ��������"� � $����� ��#���#�� θ +�� �"�!�(��� "������� �!!

���#����� �����# � �#��� �� �(� �'�� �� �����!���� � �('��� ��� ���� �� ����� ��

+������ ��������&��� "��  '� � $����� ��#���#�� *θ,� j#� ����� 
�>� �� !���

 �� �� θ ���"�� ��� +������ ��������&��� �� "���� ����� ���� ��( "���#������ �� 

�� �����+� ��������&��� * ��� �� �(' ������ �� ��'(�,% ���� "�� �� θ �� �����#

�� ���"�� ��� +������ ��������&��� �� ����� ���� � � 	 *+�!�+� ���� �� )#��"����

��� � ��( +���������� ����  '�,� W �#�� �#������ �� � +���������� ��������&���

�����  �� �� �� ���#��� �����!��)�� ��� ��!!�� ��#��% (�#'�� ��� �($"�"#�����

����� ���� *��( "���#������ �� �� �����+� ��������&���,  �� �� +������ �� �����

�'�� "����"�(����� �� ��#�!��)��� ��� *�����#�, ���� ��� ��#����#�( θ�

-��� ������+� �� )�� ��� "�� 34567 �#���$$��� +�� (�#'�� "���� +(�"�!��

+� �� �� ��#���#�� ����� �('���� ����)!����� <+�$�&����� !��� � ��!& �&"�!� ����

"����"�(� ��� �������� ����� 00+��������� �/��������� *?K6SA[ANA@5 AC@6Ku4N7,11 ��(

���#�&� �� '#�����������&� $�� �"������ �� +������� -($"�"#�����;

������ E 0������
 ��� 	
����� Cα(x) �� 100(1 − α)% �����7% �'�������� ��� ���



���������� ���	
����������� ��

	����
��� θ 
��6 ∫
Cα(x)

p(θ|x)dθ = 1 − α

W �#������ ��� ��#��'�� �/��������� ����� � �" !�(��; )�� ��� 4IXB7@6KABKA "��������

� ��#���#�� θ )#��"���� ��� Cα(x) +������ �� ����� ���� ��( 1 − α� 9�#�"��

(�����#�"��� ��� ���#��� ��( 34567 �����&�(�  �� �� +��������� �/��������� �'�(�

��"#� �'���" �/��% �� ��� ���$�� ��( �! "!�#� � 4IXB7@6KABKA "������� ����� �(��

� ����� ��#�!��)���  !� ��� �!�#���#�� $�� �� �(���#����� ��. �� +���������

�/��������� �'�(� ��! +����(#$���� �� �"�� �� ��#�(����(� �� ��������'� ���

+��������� ��������&����

9�� +(�"�!�� � ����� ���# �� +��������� �/��������� *"���� �� �� +���������

��������&���, ����� �� $�$�� �  �� +�� ����� ����+�" �#������� -($"�"#����� "��

��#��'� �� ����� ���� 1 − α �#���� ��� +������� -�� -'��� ��� ���#�&�� ��

+�&�� �#�� ��!���� +����#���" ��c +��������� �/��������� $�� ��� �+�� 4IXB7@6KABKA

"�������� -($"�"#����� �� �#.�� *�� ����� �'�� "�� ���#� ��"��, �'�� "����"�(�����

���� .��� �� ������ �c ����� ���� �"� � ���� �#����#� �(# ��� "��������� 
�

+�&��#� ������ �c ����� ���� �"� � ��� +�/� �(# ��� "�������� "�� �� ��!�(����

������ ���c ����� ���� �� "�� �(#�
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-'��� ���; 
#�� ��c +��������� �/��������� $�� ��� �+�� 4IXB7@6KABKA "�������

�� ��� ���$��  ��� ��( ����� ��!�(�� �� +������ ��� �� ��#�!��)���

���'� ��� ��� 00������"��11 ����� *�� ��� ������ ��� ��� �����.� ���.�, ��� ��#����#�(

θ% ����� �&����� �� �#������(�� "�� ���� �" �� ��#��#��� �� )�� ��� ����� ��

�#���� �� +������ �� �����  �� �� +(��� � ��"# ��#�� 9� )�� �(� � ��� ��#��#��� 

�+�$�&����� ���� ����+�" �#������� 00��#��'�� (P����� 4IXB7@6KABKA �("� ����� *aALaI

67@ XB7@6KABK S6C7A@5 K6LABC7,11;



���������� ���	
����������� ��

������ �A 0������
 ��� 	
����� HPDα(x) �� 100(1 − α)% �����7% �D���� +8

9:.;-<1:<1 ��������� @F1GH-.; I:.;-<1:< J-2.1;,B ��� ��� 	����
��� θ 
��6

HPDα(x) = {θ : p(θ|x) ≥ γ}

�	�� γ 
���� ���-
�� � �	��� �����	��
� ��� �����6∫
HPDα(x)

p(θ|x)dθ = 1 − α
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+������ �/��������� ��( ������ α/2 ����� ���� �"� � �� "�� "#�� 
�!��%  ���

���#�&�� �� +�&�� "�� ��� -'��� ���% ���� ��#������ ��( � 4IXB7@6KABKA "�������
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N(θ, σ2)% �� σ2 $���� "�� ���� � 4IXKABKA "������� ��( θ ����� ������ "�����"�;
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$6��( ]���#'�� �� (��!�$���(�� ��� 4IXB7@6KABKA "������� p(θ|x)� G��� �'�(��

�+� +��/��;

f(xi|θ) ∼ N(θ, σ2)

π(θ) ∼ N(µ, τ 2)

}
⇒ p(θ|x) ∼ N

(
τ 2x + µσ2
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n

,
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n

)
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f� )#���� � 100(1− α)% ��#��'� (P����� 4IXB7@6KABKA �("� ����� $�� ��� ��#���#�

θ  ��� � ����������� ����� V���(��"�; f(x|θ) ∼ B(n, θ) �� n $���� "�� � XKABK

"������� ����� "������� b���; π(θ) ∼ Beta(p, q) �� α, β ������ $�����

$6��( W 4IXB7@6KABKA "������� �����;

f(x|θ) ∼ B(n, θ)

π(θ) ∼ Beta(p, q)

}
⇒ p(θ|x) ∼ Beta (p + x, q + n − x)

-��� ��#������ �(�� � 100(1 − α)% ��#��'� (P����� 4IXB7@6KABKA �("� ����� [L,U ]

�#���� �� �"�������� )�� �#����& ��� �" !�(��� �/��.����;

1

Be(p + x, q + n − x)

∫ U

L

θp+x−1(1 − θ)q+n−x−1dθ = 1 − α

"��

1

Be(p + x, q + n − x)
Lp+x−1(1−L)q+n−x−1 =

1

Be(p + x, q + n − x)
Up+x−1(1−U)q+n−x−1 = γ
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����# $%�&'�� ()�*+ �,�

O�!!�� ��#�� ��+����# �����  '� $�� ��� �"������ �(�� "����(�� *�� ������ �

+������, ��� �$�.���( ��#����#�( θ �!! $�� �� �� "�� "�� � �� ����� �!����

"���� +�!��� ��( ���# ��� $����� �(�� ��#���#� ��( �!��(���&�

<� �!�$'�� (�������� !��� � ����� ��! �������� �� ��� ��#�� ��� ���!�$��

����/& +&� +����#���".� (��������;{
H0 : θ ∈ Ω0

H1 : θ ∈ Ω1

}
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��+���"�  �� "�� � ���!!�"��"� (� ���� ���#�&� ���������� ������% +�!�+�;{
H0 : θ = θ0

H1 : θ = θ1

}

�� �� +�&�� ��� �# )!��� ��� ���#��� �������� �'�(�� A = {α0, α1}� 2�#'�(�
+�!�+� +&� ���#$���� ���� ������ ���#�&�� �� �#�)�&��; α0 =���+�' ����� ��� H0

"�� α1 =���+�' ����� ��� H1�

9� )�� ��� "!���"� �#���$$��� � �(����� �# ��� ���!(��� ��( �($"�"#�����(

�#�)!������ ����� �� )�����(�� �� ���� ���� ! $� ��� �����������.� *NAo6NAaBBS K4@AB

@67@,;

λ(x) =
supθ0

L(θ|x)

supθ1
L(θ|x)

�� ��#��'� ���##�P��� ��� H0 ��� {x : λ(x) < c}% "���.�% ��"#�� ����� $�� �� λ(x)%

(��+��"�&�(�  �� �� +�+����� ��� ����� ��� ����� �� �'�(� �#��!��� �� � θ1 ����� �

�#�$����"� ���� ��� ��#����#�( θ ��# �� ���� � θ0� -'�+ � ���� � �� ���� ���

�(��+�&���� "�� �� ��� "���$#��� ��( XIu4NF6 *��( �����#���� ���� ����� ����

� �!�$'��(�#���� �� !)�� �" �� ��� �"#���� ����� �� �(�� ��( ��#���#���"�

$�� �� �($"�"#����� +�+�����% (� ��� �#�:� ���� �(��"  �� � ��+���"� (� ����

����� � �����,� -�#��� �#�)!����� "�� ��#�#�����.�  ��� �!�'�&�(� "�� �� 

��� �($"�"#����� �#���$$���� �����#�" �� XIu4NF6 �($"#�� ���� �� ��� �����

�������" ����� ��( �'�(�� �#����% ��� +���� ��� �(���#���� ��� �� ##�P� *� ����('��

�� ##�P��, ��� ��+���"�� (� ����� *���� "�� �  !� +��+�"���� �'�� ���#�'��� ����

(� ����  �� � H0 ����� �!����,% +�� ����#������ !��� � �� +���(�.��(�� �' !��

�����#�" �� ��� ���+�'� �  '� ��� H1� 8����� +�� �#���� �� /�'���  �� ��!!��

��#�� � �#'� ��� ������������ ��#�)������ "�� �� ��� �($"�"#����� �#���$$���

*��#+��$�� ��( "���!���(,�

9� )�� ��� "�� 34567 �#���$$��� ���#�&�� �� '#�����������(�� ��� 4I

XKABKA �!�#�� #��� ��( �'�(�� $�� ��� H0 "�� H1� -($"�"#����� �� π(θ0) "�� π(θ1)

����� �� 4IXKABKA "�������� $�� ��� H0 "�� H1 ��������'�% � �� ���#�&�� ��! ��

(��!�$���(�� ��� 4IXB7@6KABKA ����� ����� ��� +&� (��������; p(θ0|x) "�� p(θ1|x)

"�� �� ���������(�� �($"#������ ��� *���+�' ����� ��� H1 �� p(θ0|x) < p(θ1|x),�

8��!!�"��" ���#�&�� �� ���#�/�(�� �� �(���#��� ��� ���� ! $� ��� 4IXB7@6KABKA

�����B����� $���� "�� �� XB7@6KABKIBSS7;

λB =
p(θ0|x)

p(θ1|x)
=

f(x|θ0)π(θ0)

f(x|θ1)π(θ1)
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<����� �� �� �#��$�&����% ��"#�� ����� $�� �� λB ����� (��# ��� H1�

9�� !!� ��+����#�(�� ��� ���� ����� � ��#$����� ��( 34567 *34567 R4?@BK,%

� ������ �#����"� �� ��� v6EEK657 *����, �� � ! $�� ��� 4IXB7@6KABKA BSS7 �#�� 4IXKABKA

BSS7� -($"�"#����� ���� ��#������ ��( � H0 "�� H1 ���#�&� ���������� ������

� �� �'�(��;

B =
p(θ0|x)/p(θ1|x)

π(θ0)/π(θ1)
=

[f(x|θ0)π(θ0)] / [f(x|θ1)π(θ1)]

π(θ0)/π(θ1)
=

f(x|θ0)

f(x|θ1)

< ! $�� ��� �����������.� ���� ��#������ �(�� !��� � "���#���� ��� ��#$����
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34567 �����  �� � ��#$����� �(� � ����� ��� ���#� $�� ��� )�#&���� ��� �!�#���#���

� ����� ��#�!��)����� ��� +�+����� (��# ��� H1 ������ ��� H0� �� � ��#$�����

34567 ����� �#"�� ��"# �% � �� �� /���#��(�� ��� �#'�"� �#������� ��� $�� ��� H0%

�� �� � 4IXB7@6KABKA ���!�$� ��� �� ����� � H1�
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Ασκήσεις 
 

Άσκηση 5.1   ∆ύο ειδικοί σε θέµατα τέχνης, ο Α και ο Β, δίνουν κάποιο τεστ µε 

σκοπό να ελεγχθεί η αξιοπιστία τους βάσει της οποίας κρίνουν ένα έργο τέχνης ως 

αυθεντικό ή πλαστό. Τα έργα τέχνης είναι γνωστής προέλευσης. Από τα τεστ 

προκύπτει ότι ο Α έχει πιθανότητα 0.8 να ξεχωρίσει ένα πλαστό έργο, και 0.7 ένα 

αυθεντικό. Ο Β έχει µεγαλύτερη πιθανότητα, 0.9, να ξεχωρίσει ένα πλαστό έργο, 

αλλά δυστυχώς έχει και 0.4 πιθανότητα να θεωρήσει λανθασµένα ένα αυθεντικό έργο 

ως πλαστό. Μου έχει προσφερθεί κάποιο έργο τέχνης το οποίο είναι στην τιµή 

ευκαιρίας των 100 λιρών. Αν δεν είναι αυθεντικό, τότε δεν αξίζει τίποτα. Αλλά αν 

είναι, τότε θα άξιζε σίγουρα 300 λίρες. Πιστεύω ότι υπάρχει 0.5 πιθανότητα το έργο 

να είναι αυθεντικό. Οι ειδικοί Α και Β χρεώνουν 30 και 40 λίρες αντίστοιχα τις 

υπηρεσίες τους. Θα έχω όφελος να πληρώσω κάποιον από τους δύο ειδικούς για να 

αποφασίσω για την επιλογή µου; 

 

Άσκηση 5.2  Για το πρόβληµα µε τον κανονικό µέσο που περιγράφηκε στο 

παράδειγµα 2.4, βρείτε τις σηµειακές εκτιµήσεις για το θ χρησιµοποιώντας κάθε µία 

από τις συναρτήσεις απώλειας που περιγράφηκαν σε αυτό το κεφάλαιο. 

 

Άσκηση 5.3    Επαναλάβετε την άσκηση 5.2 για την συζυγή ανάλυση της ∆ιωνυµικής 

κατανοµής µε άγνωστη παράµετρο θ. 

 

Άσκηση 5.4   Ένα δείγµα από 6 σοδειές έδωσε τα εξής αποτελέσµατα σχετικά µε το 

ύψος κάθε µίας από τις σοδειές. 

5,3  5,6  5,9  6,1  6,2  6,5. 

 Αν υποθέσουµε ότι το µοντέλο µας είναι κανονικό µε οµοιόµορφη µη κατάλληλη a-

priori, υπολογίστε τις 90% HDR περιοχές για τον µέσο του πληθυσµού υποθέτοντας 

ότι: α) η διακύµανση του πληθυσµού είναι 1, β)η διακύµανση του πληθυσµού είναι 

άγνωστη. 

 

Άσκηση 5.5  Έστω τυχαίο δείγµα x1,…,xn από πληθυσµό  

 
).1,0x,10(,)1()|x(f x1x =<<−= − θθθθ
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Αν η a-priori κατανοµή του θ είναι οµοιόµορφη στο διάστηµα (0,1), και η συνάρτηση 

απώλειας είναι τετραγωνική, να βρεθεί ο εκτιµητής Bayes της θ. 

 

Άσκηση 5.6  Στην προηγούµενη άσκηση να βρεθεί ο εκτιµητής Bayes του θ, αν η a-

priori κατανοµή είναι Βήτα µε παραµέτρους α και β. 

 

Άσκηση 5.7  Έστω ότι έχουµε µία παρατήρηση x από διωνυµική κατανοµή µε 

παραµέτρους n, θ και ότι η a-priori κατανοµή του θ είναι οµοιόµορφη στο διάστηµα 

(0,1). Να δειχθεί ότι 

 

και ότι για τετραγωνική συνάρτηση απώλειας ο εκτιµητής Bayes είναι 

 

 Άσκηση 5.8  Ένα τυχαίο δείγµα από n αντικείµενα συλλέγεται από µία παρτίδα 

προιόντων, και Γ από αυτά βρίσκονται ελαττωµατικά. Εάν το ποσοστό των 

ελαττωµατικών θ έχει a-priori κατανοµή ανάλογη του βα θθ )1( − , καθορίστε την a-

posteriori κατανοµή του θ.  

Έστω α=β=1 και σε δείγµα 13 αντικειµένων, βρίσκουµε 3 ελαττωµατικά. Ορίσατε 

ένα 95% υψηλότατο διάστηµα εµπιστοσύνης κατά Bayes για το θ. 

 

Άσκηση 5.9 Τί έλεγχο θα χρησιµοποιούσατε για τον έλεγχο θ=0 κατά του θ=10 

δεδοµένης µίας παρατήρησης από (α) Ν(θ,102), (β) Ν(θ,12); 
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Κεφάλαιο 6ο 

Πρόγνωση 

 

 

6.1 Η Κατανοµή Πρόγνωσης 
 

Ως τώρα έχουµε επικεντρώσει την προσοχή µας στην εκτίµηση των 

παραµέτρων. Έχουµε δηλαδή, καθορίσει ένα µοντέλο πιθανότητας µε σκοπό να 

περιγράψει την τυχαία διαδικασία την οποία έχει προκληθεί από τα δεδοµένα µας, και 

έχουµε ακόµα δείξει πώς η Μπευζιανή θεωρία συνδυάζει την πληροφορία την οποία 

παρέχει το δείγµα  και την a-priori πληροφόρηση η οποία χρησιµοποιείται στην 

εκτίµηση των παραµέτρων µε την µορφή της a-posteriori κατανοµής. Συνήθως, ο 

λόγος για τον οποίο «προτείνονται» τα στατιστικά µοντέλα, είναι η διεξαγωγή 

προβλέψεων σχετικά µε τις µελλοντικές τιµές της διαδικασίας. Την διαδικασία αυτή 

µπορούµε να την χειριστούµε πολύ καλύτερα στην Μπευζιανή στατιστική απ’ ότι 

στην κλασική θεωρία. Το βασικό αυτό σηµείο, είναι ότι στην διεξαγωγή προβλέψεων 

για µελλοντικές τιµές µε βάση την εκτίµηση µοντέλων, υπάρχουν δύο πηγές 

αβεβαιότητας: 

 

• Αβεβαιότητα στις τιµές της παραµέτρου οι οποίες έχουν εκτιµηθεί µε 

βάση προηγούµενα δεδοµένα, και 

• Αβεβαιότητα η οποία οφείλεται στο γεγονός ότι κάθε µελλοντική τιµή 

είναι από µόνη της ένα τυχαίο γεγονός. 

 

Στην κλασική στατιστική, είναι σύνηθες να προσαρµόζουµε ένα µοντέλο (fit a 

model) στα ήδη υπάρχοντα δεδοµένα, και να κάνουµε προβλέψεις µε την υπόθεση ότι 

το µοντέλο µας είναι σωστό. Η διαδικασία αυτή ονοµάζεται εκτιµητική προσέγγιση 

(estimative approach). Αυτή η προσέγγιση όµως στηρίζεται µόνο στην δεύτερη πηγή 

αβεβαιότητας, και οδηγεί σε εκτιµητές οι οποίοι πιστεύεται  ότι είναι περισσότερο 

ακριβείς απ’ ότι είναι στην πραγµατικότητα. ∆εν υπάρχει ένας ολοκληρωτικά 

ικανοποιητικός τρόπος για το πρόβληµα αυτό στο πλαίσιο της κλασικής στατιστικής, 
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από την στιγµή που οι παράµετροι δεν θεωρούνται και δεν συµπεριφέρονται σαν 

τυχαίες µεταβλητές. 

Αντίθετα, στο πλαίσιο της θεωρίας του Bayes οι δύο πηγές αβεβαιότητας 

καταµερίζονται στην αβεβαιότητα της εκτίµησης των παραµέτρων (η πληροφορία 

των οποίων περιλαµβάνεται στην a-posteriori κατανοµή). 

Ας υποθέσουµε λοιπόν ότι έχουµε τα δεδοµένα X=( x1,…xn) µίας µεταβλητής 

µε συνάρτηση πυκνότητας πιθανότητας (ή συνάρτηση πιθανοφάνειας) p(x|θ), και 

θέλουµε να εξάγουµε συµπεράσµατα σχετικά µε την κατανοµή της µελλοντικής τιµής 

y µέσα από την διαδικασία αυτή. Με µία a-priori κατανοµή f(θ), το θεώρηµα του 

Bayes οδηγεί σε µία a-posteriori κατανοµή f(θ|x). Η συνάρτηση πρόβλεψης για το y 

δεδοµένου του x θα είναι: 

 

Εποµένως η συνάρτηση πρόβλεψης είναι ένα ολοκλήρωµα της πιθανοφάνειας (για 

µία και µόνο παρατήρηση) πολλαπλασιαζόµενο µε την a-posteriori κατανοµή. Για µία 

ακόµα φορά είναι αναγκαίο να τονίσουµε ότι ο καθορισµός αυτός έχει απλά 

κατασκευαστεί από τους κλασικούς κανόνες του χειρισµού των πιθανοτήτων, και ο 

καθορισµός αυτός από µόνος του αποτελεί µία άµεση ερµηνεία µε όρους 

πιθανοτήτων. 

 Η προσέγγιση στην κλασική στατιστική θα ήταν για παράδειγµα, η εύρεση 

του εκτιµητή µέγιστης πιθανοφάνειας της παραµέτρου θ και η συµπερασµατολογία 

θα βασιζόταν στην κατανοµή )ˆ|y(f θ , δηλαδή την κατανοµή εκτίµησης. Ας δώσουµε 

έµφαση και πάλι στο γεγονός ότι αυτό ακριβώς είναι που δεν επιτρέπει την ύπαρξη 

µεταβλητότητας σαν αποτέλεσµα της εκτίµησης του θ, και έτσι παρέχει µία 

λανθασµένη εικόνα ακρίβειας.  

 

6.2 Παραδείγµατα 
 

Αν και η θεωρία στην οποία στηρίζεται η διεξαγωγή προβλέψεων είναι απλή, οι 

αριθµητικοί υπολογισµοί µπορούν να είναι ιδιαίτερα δύσκολοι. Παρόλα αυτά, πολλές 

συζυγείς οικογένειες κατανοµών µε µορφή a-priori-πιθανοφάνειας οδηγούν σε 

«βολικές» µορφές για τις συναρτήσεις πρόγνωσης. 

 

∫= .d)x|(f)|y(f)x|y(f θθθ



Συµπερασµατολογία κατά Bayes    77 

 Παράδειγµα 6.1   (∆ιωνυµικό δείγµα) Ας υποθέσουµε ότι έχουµε κάνει κάποια 

παρατήρηση x~Bin(n,θ) και η συζυγής a-priori για το θ είναι θ~Βe(p,q). Έχουµε ήδη 

δείξει ότι η a-posteriori κατανοµή για το θ δίνεται από την σχέση: 

 

θ|x~Beta( p+x, q+n-x ). 

 

Τώρα ας υποθέσουµε ότι έχουµε σκοπό να κάνουµε ακόµα Ν παρατηρήσεις στο 

µέλλον και για αυτό ας θεωρήσουµε z τον αριθµό των επιτυχιών στις Ν µελέτες έτσι 

ώστε z|θ~Bin(Ν,θ). 

Για την µελλοντική µας παρατήρηση θα έχουµε την πιθανοφάνεια: 

 

Οπότε για τις z=0,1,…,Ν, θα είναι: 

 

 

Αυτή η κατανοµή είναι γνωστή σαν Βήτα-∆ιωνυµική κατανοµή. 

 

 

 Παράδειγµα 6.2   (Γάµµα δείγµα)   Όπως και στο κεφάλαιο 2, ας υποθέσουµε ότι  

x1,…xn είναι ανεξάρτητες µεταβλητές που ακολουθούν Γάµµα κατανοµή Ga(κ,θ), 

όπου το κ είναι γνωστό, και έχουµε την συζυγή a-priori για την παράµετρο θ όπου θ~ 

Ga(p,q) 

 

η οποία οδηγεί µέσα από το θεώρηµα του Bayes στην θ|x~Ga(p+nκ,q+Σxi)=Ga(G,H). 

zNz
z

N )θ1(θC)θ|z(f −−=
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Η πιθανοφάνεια για την µελλοντική παρατήρηση y είναι 

 

 

 

και έτσι 

 

 

 

6.3 Ασκήσεις 
 

Άσκηση 6.1   Ένα τυχαίο δείγµα x1,…xn ακολουθεί κατανοµή Poisson(θ). Η a-priori 

κατανοµή του θ είναι Γάµµα Ga(g,h). ∆είξτε ότι η κατανοµή πρόγνωσης για την 

µελλοντική παρατήρηση y, από κατανοµή Poisson(θ) είναι 

 

για κάποια τιµή των G και H. Ποια είναι αυτή η κατανοµή; 

 

 

Άσκηση 6.2 Τα βάρη των προϊόντων κάποιας συγκεκριµένης παραγωγικής 

διαδικασίας είναι ανεξάρτητα και κατανεµηµένα έτσι ώστε κάθε ένα από αυτά να 

ακολουθεί Ν(θ,4) κατανοµή. Ο διευθυντής παραγωγής πιστεύει ότι το θ διαφέρει από 

παρτίδα σε παρτίδα µε Ν(110,0.4) κατανοµή. Ένα δείγµα από 5 προϊόντα επιλέγεται 

τυχαία, και για το δείγµα αυτό οι µετρήσεις έδωσαν 

108  109  107,4  109,6  112. 

Προσδιορίστε την a-posteriori κατανοµή για την παράµετρο θ. Βρείτε ακόµα την 

κατανοµή πρόγνωσης για α) το βάρος για ένα ακόµα προϊόν από την παρτίδα β) τον 
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δειγµατικό µέσο των βαρών για m προϊόντα ακόµα από την παρτίδα. Τί συµβαίνει 

στην περίπτωση β) όταν m→∞; 

 

Άσκηση 6.3  Η κατανοµή των ελαττωµάτων κατά µήκος ενός συνθετικού υφάσµατος 

είναι Poisson, έτσι ώστε ο αριθµός των ελαττωµάτων σε λ µήκος του υφάσµατος να 

είναι Poisson(λθ). Πολύ λίγα είναι γνωστά για την παράµετρο θ. Ο αριθµός των 

ελαττωµάτων σε 5 υφάσµατα µήκους 10  15  25  30 και 40 µέτρα αντίστοιχα ήταν 3  

2  7  6 και 10. Βρείτε την κατανοµή πρόγνωσης για τον αριθµό των ελαττωµάτων σε 

ένα άλλο ύφασµα µήκους 60 µέτρων.  

 

Άσκηση 6.4  Έστω ότι x είναι µία παρατήρηση από διωνυµική κατανοµή µε 

παραµέτρους n και π. Υποθέτουµε ότι η a-priori κατανοµή της π είναι Βήτα µε 

παραµέτρους α, β. Έστω ότι y είναι η επόµενη παρατήρηση και προέρχεται από 

διωνυµική κατανοµή µε παραµέτρους m και π. Τί µπορούµε να ξέρουµε για την y 

όταν συνδυάσουµε την a-priori γνώση µας µε την µοναδική παρατήρηση x; 

 

Άσκηση 6.5   Έστω ένα ενδεχόµενο που σε n δοκιµές συνέβη n φορές και δεν 

απέτυχε καµία. Ο Laplace ισχυρίστηκε ότι η πιθανότητα να συµβεί το ενδεχόµενο 

στην επόµενη δοκιµή είναι (n+1)/(n+2). ∆ικαιολογείστε τον ισχυρισµό αυτό 

υποθέτοντας ότι η a-priori κατανοµή για την πιθανότητα του ενδεχοµένου είναι 

οµοιόµορφη στο διάστηµα (0,1).      

 

Άσκηση 6.6  Ένα τυχαίο δείγµα µεγέθους m από την Ν(θ,σ²), µε σ² γνωστή και θ να 

έχει a-priori U(0,1), έχει δειγµατικό µέσο x . Αποδείξτε ότι η κατανοµή του µέσου y  

από ένα δεύτερο ανεξάρτητο τυχαίο δείγµα µεγέθους n από την ίδια κατανοµή, 

δεδοµένης της τιµής του x , (δηλ. η Ρ( y | x ,σ²) είναι 

Ν( x ,σ²( 11 nm −− + )). 

Ένας επιστήµονας χρησιµοποιεί ένα όργανο µε τυπική απόκλιση 0.12 και παίρνει 9 

ανεξάρτητες µετρήσεις της ίδιας ποσότητας. Εάν ο µέσος των µετρήσεων είναι 

17.653, αποκτείστε τα όρια µέσα στα οποία µία δέκατη µέτρηση θα είναι µε 

πιθανότητα 99%. 
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Κεφάλαιο 7ο 

Ασυµπτωτική Θεωρία 

 

 

 

7.1 Εισαγωγή 
 

Ας θυµηθούµε την ανάλυση της συζυγούς κανονικής κατανοµής µε µέσο θ και 

x1,…xn ~Ν(θ,1/τ), η οποία για την a-priori θ~Ν(b,1/c) έδωσε: 

 

 

Καθώς όµως το n→∞,  η παραπάνω µορφή γίνεται: 

 

Καθώς το n αυξάνει, η επιρροή της a-priori «εξαφανίζεται», και η a-posteriori 

καθορίζεται αποκλειστικά από τα δεδοµένα και µόνο. Επίσης, η a-posteriori 

κατανοµή συγκεντρώνεται γύρω από τον µέσο, ο οποίος σύµφωνα µε τον κανόνα των 

µεγάλων αριθµών, πλησιάζει την πραγµατική τιµή της παραµέτρου θ. Τα 

επιχειρήµατα αυτά, αναλύονται και γενικεύονται στις επόµενες παραγράφους. 

 

7.2 Ασυµπτωτική Κανονικότητα 
 

Όταν η θ είναι συνεχής, όσα αναφέραµε παραπάνω µπορούν να επεκταθούν µε 

σκοπό να βρεθεί κάποια «φόρµα» προσέγγισης για την περίπτωση που το n είναι 

µεγάλο. Με βάση όσα αναφέρθηκαν στην προηγούµενη παράγραφο, καθώς το n 

αυξάνει, ο λόγος exp{nLn(θο,x)}/exp{nLn(θ,x)} γίνεται αρκετά µικρός ιδιαίτερα για 

µία µικρή περιοχή του θο. Το f(θ) µπορεί να θεωρηθεί σαν σταθερά στο διάστηµα 

αυτό και έτσι: 
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Επιπλέον, αν αναπτύξουµε το )(L θ σαν σειρά Taylor για το θο έχουµε: 

 

το αντίστροφο της πληροφορίας για το θο. Τελικά βρίσκουµε την προσέγγιση 

 

 

∆ηλαδή, καθώς το n→∞, η κατανοµή της a-posteriori είναι κατά προσέγγιση 

κανονική για την πραγµατική τιµή της παραµέτρου θ, µε διακύµανση η οποία δίνεται 

από το 1/[Ιn(θο)]. Παρατηρήστε και πάλι ότι το αποτέλεσµα αυτό ισχύει ανεξάρτητα 

από τους a-priori καθορισµούς, µε την προϋπόθεση ότι η a-priori δεν είναι µηδέν 

στην πραγµατική της τιµή. 

 Το αποτέλεσµα αυτό είναι χρήσιµο για πολλούς λόγους. Πρώτα απ’ όλα, 

µπορεί να χρησιµοποιηθεί απευθείας για να προσεγγίσουµε τις a-posteriori 

πιθανότητες σε περιπτώσεις όπου οι υπολογισµοί για την a-posteriori κατανοµή είναι 

πολύπλοκοι. Έπειτα, µπορεί να δώσει χρήσιµές αρχικές τιµές για αριθµητικούς 

υπολογισµούς όπου οι αναλυτικές λύσεις είναι δύσκολες. Πιο βασικό ωστόσο είναι 

ότι αποδεικνύει ότι όταν αποκτήσουµε αρκετά δεδοµένα, σκέψεις που αφορούν την 

συγκεκριµένη a-priori που έχουµε επιλέξει, γίνονται άνευ σηµασίας. ∆ύο άτοµα 

µπορεί να έχουν καθορίσει διαφορετικές a-priori για να αντιπροσωπεύσουν τις 

πεποιθήσεις τους, όµως από την στιγµή που είναι διαθέσιµα αρκετά δεδοµένα, τα 

συµπεράσµατα που αφορούν την a-posteriori θα συµφωνούν.  

 

7.4 Παραδείγµατα 

  Παράδειγµα 7.1   (Κανονικός µέσος) Έστω x1,…xn ανεξάρτητες µεταβλητές 

από Ν(θ,σ²) όπου το σ² είναι γνωστό. Ως γνωστόν, η πιθανοφάνεια θα έχει την µορφή: 
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Έχουµε ότι: 

 

Κατά συνέπεια ο εκτιµητής µέγιστης πιθανοφάνειας θα είναι:  

 

Ασυµπτωτικά, καθώς το n→∞, ).n/,x(N~x| 2σθ  

Αυτή είναι η πραγµατική κατανοµή για κάθε a-priori κατανοµή η οποία χρησιµοποιεί 

µη µηδενική πιθανότητα γύρω από την πραγµατική τιµή της θ. 

 

 

 Παράδειγµα 7.2  (∆ιωνυµικό δείγµα) Ας θεωρήσουµε και πάλι ένα µοντέλο 

πιθανοφάνειας x~Bin(n,θ). Ως γνωστόν θα είναι: 

 

Έτσι: 

log(f(x|θ))=xlogθ+(n-x)log(1-θ). 

 

και συνεπώς: 
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Κατά συνέπεια θα είναι: n/xˆ =θ  

και: 

 

 

Και καθώς το n→∞, 

 

 

 

7.3 Ασκήσεις 
 

Άσκηση 7.1  Βρείτε την ασυµπτωτική a-posteriori κατανοµή για την θ για κάθε ένα 

από τα δύο µοντέλα στην άσκηση 2.1. 

 

Άσκηση 7.2  Βρείτε την ασυµπτωτική a-posteriori κατανοµή για την παράµετρο b 

στο µοντέλο Pareto της άσκησης 3.3. 
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Κεφάλαιο 8ο 

Μεθοδολογία MCMC 

 
 
8.1 Markov Chain Monte Carlo ( MCMC ) 
 
 

Η ολοκλήρωση είναι πολύ σηµαντική στη στατιστική κατά Bayes. Για 
δεδοµένα y  και παραµέτρους θ  χρειάζεται να ολοκληρώσουµε σε διάσταση dim(θ ) 
για να υπολογίσουµε αναµενόµενες τιµές της µορφής , 
 

[ ( |} )] ( ) ( | )E g y g f y dθ θ= ∫θ θ  
 

Η ιδέα του MCMC βασίζεται στο εξής: Έστω ότι έχουµε κάποια κατανοµή 
( ),xπ  dx E R∈ ⊆  από την οποία θέλουµε να πάρουµε δείγµα και η οποία είναι 

γνωστή χωρίς να ξέρουµε την σταθερά κανονικοποίησης. Μπορούµε να 
κατασκευάσουµε µια αλυσίδα  Markov µε χώρο καταστάσεων Ε, της οποίας η 
κατανοµή ισορροπίας είναι η ( ).xπ  Αν  προσοµοιώσουµε τιµές { : 0,1,2,...}tx t =  από 
αυτή την αλυσίδα, ασυµπτωτικά υπάρχουν αποτελέσµατα που περιλαµβάνουν την 
σύγκλιση (κατά κατανοµή) των :tX  

 
( )dt

tX xπ→∞⎯⎯⎯→  
 
και την συνέπεια του εργοδικού µέσου όρου για οποιαδήποτε συνάρτηση (.) :g  
 

1

1 ( ) [ ( )]
n

nt
n

t

g x E g x
n

→∞

=

⎯⎯⎯→∑    σχεδόν σίγουρα (a.s.) 

 
 
8.2 Αλυσίδες Markov 
 
 
 Ενδιαφερόµαστε για αλυσίδες Markov ορισµένες σε συνεχή χώρο καταστάσεων. 
Μια αλυσίδα Markov προσοµοιώνεται ως εξής: στο χρόνο t προσοµοιώνουµε την νέα 
κατάσταση της αλυσίδας από µια σ.π.π που εξαρτάται µόνο από το :tx  
 

1 ( , )t tx K x x+ ∼      ( ( | ))tK x x=  
 
Η Κ ονοµάζεται " transition kernel " της αλυσίδας. 
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Παράδειγµα  8.1 Έστω µία αλυσίδα Markov µε transition Kernel 
 

1 1( ,1)
2

t tX N x+ ∼  

 
∆οκιµάστε να προσοµοιώσετε από αυτή την αλυσίδα µε αρχικές τιµές 

0 20,x =  0 0,x = 0 20.x = −  Παρατηρείστε ότι τα µονοπάτια (paths) της αλυσίδας 
έχουν µετά από µερικές επαναλήψεις, τον ίδιο σχεδιασµό (pattern). 
Τι γίνεται όταν t → ∞ ; 
Κάτω από γενικές συνθήκες, η αλυσίδα συγκλίνει στην κατανοµή ισορροπίας:  
 

( ) ( )tP x A π∈ → Α    .∀Α∈Ε  
 

Στο παραπάνω παράδειγµα, η κατανοµή ισορροπίας π , είναι (0,1.33),tx N∼  
η οποία είναι ανεξάρτητη της αρχικής τιµής 0.x  Η κατανοµή ισορροπίας είναι 
µοναδική.  
   
 
8.3 ∆ειγµατολήπτης Gibbs (Gibbs sampler) 
 
 

Ένας απλός τρόπος κατασκευής µιας transition kernel είναι ο δειγµατολήπτης 
Gibbs. Έστω µια πολυµεταβλητή κατανοµή ( ),π x 1( ,..., ).px x=x  Μια αλυσίδα 
Markov που συγκλίνει στην κατανοµή ισορροπίας ( )xπ  είναι η εξής: 
 
Έστω 0 0 0 0

1 2( , ,..., )px x x x=  µία οποιαδήποτε αρχική τιµή.  
 
Μία επανάληψη του δειγµατολήπτη Gibbs προσοµοιώνει µε τον παρακάτω τρόπο: 
 

1
1 ~x 0 0 0

1 1 2( | , ,..., )px x x xπ  
1
2 ~x 1 0 0

2 1 3( / , ,..., )px x x xπ  
. 
. 
. 

        1 ~ix 1 0( | , , , )i j jx x j i x j iπ < >  
. 
. 
. 

    1 ~px 1 0 0
1 2 1( | , ,..., )p px x x xπ −  

 
Παράδειγµα  8.2 Έστω 1,..., ny y  ισόνοµες παρατηρήσεις από την κατανοµή 

1( , ).N µ τ −  Η πιθανοφάνεια δίνεται από την   
 

22

1
( | , ) exp ( ) .

2

n n

i
i

f yτµ τ τ µ
=

⎛ ⎞
∝ − −⎜ ⎟

⎝ ⎠
∑y  
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Έστω a-priori κατανοµές για το µ  και τ  της µορφής 
 

0 0 12
02

0

1( , ) ( ) ( ) exp ( ) ,
2

f f f e β τ αµ τ µ τ µ µ τ
σ

− −⎡ ⎤
= ∝ − ⋅⎢ ⎥

⎣ ⎦
  , 0.µ τ∈ >\  

 
Τότε έχουµε ότι 
 

0
21 02

0 2
0

( )( , | ) exp
2 2

n
nSf

α τ µ µµ τ τ β τ
σ

+ − ⎡ ⎤−
∝ − − −⎢ ⎥

⎣ ⎦
y  

 

όπου  2

1

( ) .
n

n i
i

S y µ
=

= −∑  

 
Για να  προσοµοιώσουµε από την ( , / )f µ τ y αρκεί να πάρουµε διαδοχικά δείγµα από 
τις  
 

10 0
0

0

| , , ( )nyN n
n
τ µ τµ τ τ τ
τ τ

−⎛ ⎞+
+⎜ ⎟+⎝ ⎠

y ∼ ,   2
0 0τ σ −=  

 

0 0| , , .
2 2

nSnGamma aτ µ β⎛ ⎞+ +⎜ ⎟
⎝ ⎠

y ∼  

 
8.4 Ο Αλγόριθµος Metropolis 
 
 

Αυτός ο αλγόριθµος είναι πιο γενικός από τον δειγµατολήπτη Gibbs (στην 
πραγµατικότητα ο δειγµατολήπτης Gibbs είναι ειδική περίπτωση του αλγόριθµου 
Metropolis). Στην γενική του µορφή γράφεται ως εξής:  
 

1. Έστω ότι στον χρόνο t η αλυσίδα είναι στην κατάσταση .tx x=  
Προσοµοιώνουµε µια νέα τιµή y  από την κατανοµή ( , )q x y  (κατανοµή 
πρότασης).   

 
2.  Με πιθανότητα 

 
( ) ( , )( , ) min 1,
( ) ( , )

t

t t

y q y xa x y
x q x y

π
π

⎛ ⎞
= ⎜ ⎟

⎝ ⎠
 

     θέτουµε 1 .tx y+ =  Αλλιώς θέτουµε 1 .tx x+ =            
 

3.  Go to 1. 
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Παράδειγµα  8.3 Έστω ότι θέλουµε να προσοµοιώσουµε από τη (0,1)N  και 
επιλέγουµε  

 
2( , ) ( , )q x y N x σ≡  

 
για κάποια τιµή του 2.σ  Τότε 
 

2 21( , ) exp ( ) .
2

a x y y x⎛ ⎞= − −⎜ ⎟
⎝ ⎠

 

        
    
8.4.1 Σηµείωση 
 
Αν η ( , )q x y  είναι συµµετρική, δηλ. ( , ) ( , ),q x y q y x=  τότε 
 

( )( , ) min 1, .
( )
ya x y
x

π
π

⎛ ⎞
= ⎜ ⎟

⎝ ⎠
 

 
8.5 Ασκήσεις 

 
Άσκηση  8.1 

(α) Προσοµοιώστε από την 
2

2( )
x

x eπ
−

∝  χρησιµοποιώντας την  
2( )( , ) exp .

0.5
y xq x y

⎛ ⎞−
∝ −⎜ ⎟

⎝ ⎠
 

 

          (β) Προσοµοιώστε από την 
22

( ) 1
3
xxπ

−
⎛ ⎞

∝ +⎜ ⎟
⎝ ⎠

 χρησιµοποιώντας την 

2

( , ) exp
0.5
yq x y

⎛ ⎞
∝ −⎜ ⎟

⎝ ⎠
 

                    (γ) Σχολιάστε τα αποτελέσµατα της προσοµοίωσης. Συγκλίνουν     
                          γρήγορα  οι αλυσίδες;  
                          Μπορείτε να υποπτευθείτε πως οι επιλογές της q  επηρεάζουν το      
                          ρυθµό σύγκλισης; 
 
Άσκηση  8.2    Να περιγράψετε πως θα προσοµοιώνατε από την 
  

2 2
1 2 1 2

1( , ) exp ( 1) ( 2)
2

x x x xπ ⎡ ⎤= − − −⎢ ⎥⎣ ⎦
 

 
µε το δειγµατολήπτη Gibbs και τον Metropolis. Μετά να κατασκευάσετε ένα 
αλγόριθµο που είναι µίξη Gibbs και Metropolis ως εξής: 
Για την κατανοµή 1 2( | )f x x  προσοµοιώνετε κανονικά όπως θα κάνατε στον 
δειγµατολήπτη Gibbs. Υποθέστε όµως ότι δεν ξέρετε την κατανοµή 2 1( | )f x x  
και πάρτε δείγµα από αυτήν χρησιµοποιώντας τον αλγόριθµο Metropolis.  




